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1 Riassunto 

In un contesto di progressiva riduzione degli input esogeni, tempestività di intervento e 

conoscenza della variabilità intra-parcellare rappresentano elementi chiave nella gestione dei 

fattori di stress della vegetazione. A tale fine, la valutazione di indici vegetativi (VI), calcolati 

a partire da immagini acquisite da sistemi aeromobili a pilotaggio remoto (SAPR) è stata 

considerata. A partire da immagini multispettrali (MS) ed RGB, un totale di 45 variabili è 

stato analizzato per valutarne la fattibilità di impiego nel monitoraggio di stato idrico e mal 

dell’esca della vite (ED) in due vigneti rispettivamente coltivati a Pinot Grigio e Glera (Vitis 

vinifera L.). Modelli lineari e non lineari sono stati impiegati per definire il grado di 

dipendenza statistica tra i VI oggetto di analisi e tre indicatori di stato idrico i.e. potenziale 

idrico pre-dawn (Ψpd), potenziale idrico stem (Ψstem), e potenziale idrico fogliare (Ψleaf).  

I VI che incorporano l’informazione di riflettanza nel NIR sono risultati generalmente più 

adatti al monitoraggio dello stato idrico della vegetazione. Le variabili Gitelson Cl1 e 

Gitelson Cl2 hanno prodotto i migliori risultati di correlazione rispetto a Ψstem.  

I risultati ottenuti dimostrano la potenzialità dell’utilizzo di immagini ad alta risoluzione 

ottenute da SAPR per il monitoraggio dello stato idrico delle piante di vite. Nonostante 

ulteriori approfondimenti si rendano necessari per validare i risultati ottenuti e testarne la 

riproducibilità, dall’ampio numero di variabili considerate è possibile trarre indicazioni utili 

ad indirizzare la scelta dei VI da valutare per gli scopi di monitoraggio dello stato idrico delle 

piante di vite tramite immagini MS ad alta definizione acquisite da SAPR. 

Relativamente alla possibilità di monitoraggio di ED, dall’analisi delle variabili considerate 

non sono emerse differenze significative tra individui sintomatici e non sintomatici; 

un’accurata discriminazione di piante affette da ED non è stata possibile. Nonostante i 

risultati ottenuti, non si esclude l’impiego di immagini MS ad alta definizione ottenute da 

SAPR con fini di monitoraggio di ED, ma sarebbe più interessante cercare degli altri indici 

utilizzando immagini a più alta risoluzione spettrale, ossia le immagini iperspettrali. 

 

Parole chiave: remote sensing, viticoltura di precisione, mal dell’esca, stress idrico, indici 

vegetativi 
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2 INTRODUZIONE 

2.1 ELEMENTI FISICI DEL TELERILEVAMENTO 

Pur assumendo un’accezione piuttosto ampia, si accetta la possibilità di definire il 

telerilevamento o Remote Sensing (RS) come “l’acquisizione di dati relativi ad un oggetto, 

senza entrare in contatto fisico con lo stesso” (Elachi & Van Zyl, 2021); data tale definizione, 

si può comprendere come la semplice osservazione di un oggetto e la correlata possibilità di 

trarne informazioni di vario tipo (e.g. dimensioni, colore, forma) possa considerarsi una forma 

di RS (Barton, 2011). 

Il RS è spesso utilizzato per ottenere dati in ambito agricolo e forestale, ricorrendo all’impiego 

di sensori passivi in grado di misurare la radiazione elettromagnetica risultante 

dall’interazione con una superficie vegetale (Xue & Su, 2017).  

Con l’ausilio di tali dispositivi diviene possibile sviluppare gli studi in merito a caratteristiche 

della superficie e fenomeni ad essa associati, anche al di fuori dello spettro di lunghezze 

d’onda compreso tra 380 e 700 nm che si ritiene indicativo della capacità di percezione 

dell’occhio umano (Calderón et al., 2015; di Gennaro et al., 2016; Hatfield et al., 2019; 

Mahlein, 2016; Maimaitiyiming et al., 2017). 

2.1.1 Caratteristiche della radiazione elettromagnetica 

Nelle logiche del RS la radiazione elettromagnetica (EMR) può essere definita come il mezzo 

attraverso il quale l’informazione spettrale viene trasmessa da una sorgente ad un sensore in 

grado di misurare le proprietà che codificano la stessa, tra cui frequenza e intensità (Elachi & 

Van Zyl, 2021). 

Come reso noto dall’esperimento del prisma di Isaac Newton del 1666, un fascio di luce 

bianca può essere per dispersione separato nell’insieme delle sue componenti fondamentali; 

successivi studi hanno tuttavia dimostrato che la luce visibile rappresenta un intervallo di 

lunghezze d’onda limitato, nel contesto di un ben più ampio spettro ovvero quello 

elettromagnetico (Kemp, 1991).  

In natura esistono onde elettromagnetiche di qualsiasi frequenza nell’ambito di un continuum 

che viene definito spettro elettromagnetico (Jones & Vaughan, 2010) (Fig. 1). 

Sebbene lo spettro elettromagnetico sia convenzionalmente suddiviso in regioni differenti, la 

maggior parte dei sistemi impiegati nel telerilevamento ottico della vegetazione opera 
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nell’intervallo compreso tra 350 nm e 2500 nm (Liu et al., 2020) e quindi fondamentalmente 

nelle regioni spettrali seguenti (Mishra et al., 2020; Sankaran et al., 2010): 

- Visibile (VIS, 400-685 nm); 

- Red-edge (RE, 690-730 nm); 

- Vicino infrarosso (near-infrared, NIR, 730-1000 nm); 

- Short wave infrared (SWIR, 1000-2500 nm).   

In queste regioni dello spettro è possibile ricavare le maggiori informazioni riguardanti le 

caratteristiche biochimiche e biofisiche delle superfici vegetali (Mishra et al., 2020; Susič et 

al., 2018).  

 

Fig. 1. Lo spettro elettromagnetico (rielaborato da Lowe et al. 2017) 

 

2.1.2 Interazione della radiazione luminosa con la materia 

Ogni entità chimica riflette e assorbe la EMR in modo preferenziale a specifiche lunghezze 

d’onda (tab. 1), pertanto, conoscendo le caratteristiche di riflessione ed assorbimento della 

luce di una determinata molecola è possibile, attraverso tecniche spettroscopiche, valutarne 

quantitativamente la presenza a partire da dati di tipo spettrale (Curran et al., 1992; van der 

Meer, 2004). 

La EMR si propaga da una sorgente ad un sensore in modo diretto, attraverso il vuoto, (Elachi 

& Van Zyl, 2021) oppure indirettamente tramite processi di (i) assorbimento, (ii) 

trasmissione, (iii) riflessione, dovuti all’interazione della stessa EMR con particelle e 

molecole (Walter-Shea & Norman, 1991);  
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Le tecniche di RS ottico della vegetazione si basano proprio sull’interazione della EMR con le 

superfici vegetali. In particolare, le tecniche maggiormente impiegate si basano su misure di 

riflettanza (ρ) (Mulla, 2013; Weiss et al., 2020), grandezza adimensionale definita dal 

rapporto tra l’intensità di luce riflessa da una superficie e l’intensità di luce incidente rispetto 

alla stessa superficie (Ray, 1994). 

Tab. 1 Caratteristiche di assorbimento di alcune entità molecolari nel VIS e nell’IR; in parentesi vengono indicate le 

lunghezze d’onda meno significative (rielaborato da Jones & Vaughan et al. 2010)  

 

Attraverso i processi di assorbimento l’energia luminosa viene convertita in energia interna 

delle molecole coinvolte nei processi medesimi di assorbimento (Horvath, 1993); ciò avviene 

in accordo con il primo principio della termodinamica per il quale l’energia non si crea né si 

distrugge, ma subisce bensì delle trasformazioni (Wisniak, 2008); inoltre, in un dato momento 

l’energia può essere presente in diverse forme (Wisniak, 2008). 

Avendo considerato ciò si può desumere come l’energia totale, nonché la quantità di luce 

incidente 𝑬𝑰(𝛌), debba necessariamente risultare equivalente alla somma delle componenti 

assorbite 𝑬𝑨(𝛌), trasmesse 𝑬𝑻(𝛌) e riflesse 𝑬𝑹(𝛌) che si generano in seguito all’impatto con la 

superficie vegetale (Bowers & Hanks, 1971; Jones & Vaughan, 2010) (eq. 1). 

𝐸𝐼(𝛌) = 𝐸𝑅(𝛌) + 𝐸𝐴(𝛌) + 𝐸𝑇(𝛌)         (Eq. 1)  

Dove 𝐸𝐼(𝛌) = energia incidente, 𝐸𝑅(𝛌) = energia riflessa, 𝐸𝐴(𝛌) = energia assorbita, 𝐸𝑇(𝛌) = 

energia trasmessa (Jones & Vaughan, 2010). Si noti che tutti i parametri riportati in Eq. 1 

vengono espressi come funzione della lunghezza d’onda (λ) in altre parole, la quantità di 

energia che viene riflessa, assorbita o trasmessa è diversa a seconda della lunghezza d’onda 

considerata (Jones & Vaughan, 2010). 

Lunghezza d’onda (µm) Specie chimica Transizione 

elettronica o moto 

vibrazionale 

0,43; 0,46; 0,64; 0,66 Chla+b Transizioni elettroniche 

0,97; 1,20; 1,40; 1,94 Acqua O-H stretching  

1,51; 2,18 (0,91; 1,02; 1,69; 1,94; 1,98; 2,06; 2,13; 2,24; 2,30; 2,35) Proteine, azoto N-H stretching e 

bending, C-H stretching  

2,31 (0,93; 1,02) Oli C-H stretching e 

bending 

1,69 (1,12; 1,42; 1,94) Lignina C-H stretching e 

bending 

1,78 Cellulosa e 

zuccheri 
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Ogni superficie, in funzione della propria natura chimico-fisica, interagisce con la luce 

generando per ciascuna lunghezza d’onda, informazioni di riflettanza caratterizzanti (Hsu, 

2007). È quindi possibile associare ad ogni superficie un profilo di riflessione in grado di 

identificare la stessa in modo specifico (Fig. 2) (Ozdemir et al., 2020). 

La radiazione riflessa osservata su un range continuo di lunghezze d’onda è definita firma 

spettrale (https://www.esa.int/SPECIALS/Eduspace_IT/SEMT8VZRA0G_0.html). 

Secondo Campbell & Wynne (2011) la firma spettrale di una superficie non va considerata in 

modo rigido ma piuttosto dinamico, potendo quest’ultima facilmente variare in risposta ad 

alterazioni delle caratteristiche della superficie medesima (fig. 2). 

Per questo motivo, l’analisi dei dati spettrali può essere proposta per scopi di classificazione 

(Maxwell et al., 2018) ma anche per valutare l’entità di determinati fenomeni o condizioni che 

riguardano la superficie di interesse tra cui si citano, a titolo di esempio, le valutazioni relative 

a variazioni dell’umidità superficiale del suolo (Mohanty et al., 2017), così come dello stato 

idrico (Clevers et al., 2010), nutrizionale (Knyazikhin et al., 2013) e sanitario della 

vegetazione (Bendel et al., 2020). 

 

Fig. 2. Firma spettrale di ritidoma, foglia e suolo nell’intervallo di lunghezze d’onda compreso tra 0,4-2,5 µm 

(rielaborato da Clasen et al. 2015). 
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2.2 PROPRIETÀ OTTICHE DELLE SUPERFICI VEGETALI 

Le conoscenze in merito alle interazioni tra EMR e superficie vegetale vengono considerate 

propedeutiche per l’interpretazione e la gestione dei dati telerilevati (Knipling, 1970). 

Tutte le piante verdi presentano nel range di lunghezze d’onda compreso tra 350-2500 nm, 

simili caratteristiche di assorbimento della luce potendo distinguere uno spettro di riflettanza 

caratteristico (Bruning et al., 2020) (fig. 3). 

 

Fig. 3. Generico spettro di riflettanza di un organo fogliare in condizioni fisiologiche normali (rielaborato da Bruning 

et al. 2020)  

 

Nonostante le analisi in riflettanza operate a livello fogliare possano essere di grande valore 

informativo, quando l’attenzione si sposta sulla valutazione del comportamento spettrale 

dell’intera chioma occorre considerare che le caratteristiche spettrali della superficie vegetale 

possono essere influenzate da numerosi fattori esogeni tra cui effetto di ombre, riflettanza del 

suolo, riflettanza e trasmittanza da vegetazione limitrofa (Petri & Galvão, 2019). 

Dunque, il sensore spettrale riceve l’effetto combinato di tutti i fattori in grado di interferire 

con la vegetazione, più che la risposta spettrale pura della vegetazione stessa (Liu et al., 

2020). Tale considerazione ha delle ricadute sui criteri che guidano l’interpretazione dei dati 

telerilevati, i quali spesso devono essere analizzati non solo nei termini delle variazioni 

spettrali che si verificano in modo specifico a livello fogliare ma anche alle differenze nella 

superficie fogliare in grado di riflettere la radiazione luminosa in direzione del sensore. Ad 
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esempio, nel NIR una caduta dei valori di riflettanza può dipendere da alterazioni verificatesi 

a livello fogliare, da una riduzione dell’area fogliare così come da semplici variazioni della 

geometria di orientamento fogliare o ancora ad uno sviluppo vegetativo ridotto a tal punto da 

esporre la copertura del suolo (Knipling, 1970).  

2.2.1 Comportamento nel visibile 

In generale, a livello fogliare la riflettanza nel VIS è controllata dalla concentrazione di 

pigmenti con particolare riferimento a quelli clorofilliani (Chla+b) (fig. 3a), infatti altri 

pigmenti (i.e. carotenoidi e antociani) presentano picchi di assorbimento che vanno 

parzialmente a sovrapporsi a quelli dei Chla+b stessi (fig.4).  

Tuttavia, l’elevata concentrazione di pigmenti clorofilliani tende ad oscurare il contributo 

spettrale di queste altre classi di pigmenti, al punto da renderne complicata la determinazione 

(Sims & Gamon, 2002).  

 

Fig. 4. Spettro di assorbimento di alcuni pigmenti fogliari i.e. clorofilla a (Chl a), clorofilla b (Chl b), luteina (Lut), 

beta-carotene (β-C) (rielaborato da Lichtenthaler & Buschmann, 2001). 

 

La presenza di Chla+b determina ad ogni modo una riflessione prevalente della luce verde 

(Terashima et al., 2009) assorbendo viceversa dal 70 al 90% della radiazione luminosa totale 

nel blu e nel rosso (Blackburn, 2007; Campbell & Wynne, 2011).  

La stima dei Chla+b è importante in quanto permette l’identificazione di situazioni di stress 

della pianta; infatti, questi ultimi sono universalmente associabili alla perdita di Chla+b 

(Hendry et al., 1987). Di conseguenza l’identificazione di vari fattori di stress viene 

genericamente ricercata attraverso la caduta della riflettanza nel VIS (Carter, 1993). In questi 

termini occorre tuttavia considerare che il forte assorbimento dei Chla+b nel rosso determina, 

già a concentrazioni limitate, importanti effetti di saturazione rendendo questi canali spettrali 
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insensibili al decremento iniziale di Chla+b, pertanto, l’informazione spettrale ricavabile in 

questo range dello spettro diviene di reale valore informativo solo dopo una certa latenza 

risultando quindi inadatta all’identificazione degli stessi stress in fasi precoci (Carter & 

Knapp, 2001).  

2.2.2 Comportamento nell’infrarosso 

Se nella regione del VIS prevalgono fenomeni di assorbimento, nel NIR si rilevano, in 

condizioni normali, forti incrementi nei valori di riflettanza; questi sono causati in maniera 

prevalente dai fenomeni di dispersione della luce che si verificano nell’interfaccia tra le 

strutture cellulari e gli spazi d’aria presenti nel mesofillo lacunoso  (Harold, 1974) (fig. 5). Il 

mesofillo disperde e riflette fino al 60% di tutte le radiazioni NIR incidenti (Campbell & 

Wynne, 2011), differenze di riflettanza nel NIR indicano pertanto cambiamenti 

nell’organizzazione strutturale del mesofillo fogliare (Slaton et al., 2001).  

 

Fig. 5. Interazione della radiazione elettromagnetica a livello fogliare (rielaborato da Sabins, 1997). 

 

Ad esempio, è possibile impiegare il NIR per valutare fenomeni di senescenza fogliare 

(Roberts et al., 1998), disorganizzazione delle strutture cellulari correlata all’azione tossica di 

alcuni patogeni (Chen et al., 2019) o collasso strutturale delle cellule fogliari (fig. 6) in 

conseguenza a condizioni di deficienza idrica (Sinclair et al., 1973). 
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Fig. 6. Collasso strutturale del mesofillo dopo 1 ora dallo stress (a), (c) e dopo 

24 ore dallo stress (b), (d); le frecce indicano alcuni punti nei quali si rendono 

evidenti gli effetti dovuti alla perdita di elasticità della parete cellulare (Istiak 

Sobhan, 2007). 

 

Oltre alle relazioni con le proprietà strutturali, diverse zone del NIR sono influenzate dalle 

caratteristiche di assorbimento del legame O-H delle molecole di H2O (fig. 3d) (Clevers et al., 

2008), facendo rilevare un calo della riflettanza in questa regione dello spettro (Knipling, 

1970).  

Nonostante ciò, queste lunghezze d’onda non sempre si adattano ad un contesto di 

telerilevamento dello stato idrico della vegetazione, essendo questa regione spettrale 

influenzata, con le medesime modalità, dalle caratteristiche di assorbimento del vapor d’acqua 

atmosferico. Questa peculiarità potrebbe alterare la risposta spettrale della vegetazione, 

originando un rilevante effetto di rumore, soprattutto nei casi di misurazioni effettuate con 

piattaforme satellitari (Clevers et al., 2008; Tucker, 1980).  

I valori di riflettanza nel NIR vengono infine considerati come indicatori di biomassa (Poley 

& McDermid, 2020). 

Sempre nell’infrarosso (IR), ma per lunghezze d’onda superiori, la riflettanza torna a subire 

un calo significativo imputabile alla presenza di acqua nei tessuti, in maniera particolarmente 

evidente tra 1450 nm e 1950 nm (fig. 3e) (Clevers et al., 2008). In particolar modo, i sistemi 

ottici di RS si limitano all’analisi dello SWIR dove la riflettanza è influenzata, oltre che dalla 
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presenza di acqua, anche da altre componenti di tipo non fotosintetico come azoto, amido, 

lignina e cellulosa (Peña-Barragán et al., 2011). 

Infine, con il medium-wave infrared (MWIR) si esce dal dominio ottico, le lunghezze d’onda 

maggiori sono di pertinenza della zona termica dello spettro elettromagnetico, informativa di 

caratteristiche temperatura dipendenti, tra cui contenuto idrico ed evapotraspirazione (Berger 

et al., 2010). 

2.2.3 Comportamento nel red edge 

Nella transizione che si verifica tra le lunghezze d’onda del RED e quelle del NIR, nonché 

nell’intervallo di lunghezze d’onda indicativamente individuato tra 680-750 nm, la forte 

pendenza che la curva di riflettanza assume generalmente una distinta caratteristica spettrale 

identificata come red edge (RE) (Horler et al., 2007) (fig. 3c). Questa regione viene citata per 

essere particolarmente adatta alla valutazione di Chla+b (Hunt & Daughtry, 2017) dimostrando 

una sensibilità maggiore alle variazioni di tale componente, rispetto a quella ottenibile ad altre 

lunghezze d’onda comunemente impiegate a tale scopo quali quelle del rosso o del verde 

(Eitel et al., 2010).  

 

Fig. 7. Spostamento della curva della prima derivata dei valori di 

riflettanza nel RE verso lunghezze d'onda più corte (blue shift) in 

presenza di diversi livelli di stress (rielaborato da Cho et al., 2012). 

 

Per questi motivi l’analisi del RE è ritenuta informativa di quei tratti cui le variazioni di Chla+b 

possono essere associate; per esempio, siccome la carenza idrica influenza il processo di 

fotosintesi (Moya et al., 2004), il red edge può fornire indicazioni sullo stato idrico della 
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vegetazione (Baranoski & Rokne, 2007) nonostante l’acqua non mostri caratteristiche di 

assorbimento nella regione del VIS (Jacquemoud et al., 2000; Pôças et al., 2015); allo stesso 

modo l’analisi di questa regione spettrale può essere correlata ad altri tratti clorofilla 

dipendenti tra cui l’indice di area fogliare (leaf area index, LAI) (Delegido et al., 2013). In 

particolare secondo Filella & Peñuelas (2007) ampiezza e posizione del valore di massimo nel 

RE (dalla funzione derivata), trovano significativa correlazione con concentrazione di Chla+b e 

LAI sebbene in quest’ultimo caso l’area della curva del RE sia in grado di fornire le migliori 

stime; lo stato idrico della pianta è anche correlabile all’ampiezza del RE tuttavia in modo 

significativo solo in condizioni di stress idrico avanzato.  

Infine il RE viene anche considerato nell’identificazione precoce di fattori di stress biotici 

(Eitel et al., 2011; Horler et al., 2007); in questo ultimo caso la derivata prima dei valori di 

riflettanza consente di rilevare lo spostamento del punto di flesso tipico della caratteristica 

spettrale del red edge verso le lunghezze d’onda del blu (blue shift) fenomeno che, potendo 

essere associato alla precoce perdita di Chla+b, può rappresentare un elemento di 

identificazione della situazione di stress anche in fasi precedenti la visualizzazione dei sintomi 

(Junges et al., 2020; Rock et al., 1988) (fig. 7); tale fenomeno, tuttavia, si verifica senza 

specificità rendendo quindi difficile la discriminazione di stress differenti (Junges et al., 2018) 

essendo in effetti la perdita di Chla+b considerata una risposta fisiologica molto comune e 

quindi aspecifica (Carter & Knapp, 2001).  

2.3 PIATTAFORME PER L’OSSERVAZIONE TERRESTRE  

Le tecnologie di RS possono essere impiegate per raccogliere dati sulla vegetazione 

utilizzando una varietà di piattaforme che agiscono su più livelli, a partire dalle misurazioni 

prossimali fino a quelle aeree e satellitari (Gamon et al., 2019); è comune categorizzare le 

attività di RS in funzione della piattaforma impiegata (Toth & Jóźków, 2016), distinguendo 

per ciascuna una serie di parametri che delineano le possibilità di utilizzo delle stesse 

piattaforme tra cui si citano risoluzione spaziale, risoluzione temporale e altitudine di 

acquisizione (Mulla, 2013).  

I differenti sistemi di RS non devono necessariamente essere considerati in modo 

indipendente; alcuni autori suggeriscono infatti la possibilità di integrare le informazioni 

ottenute da diversi strumenti di RS nell’ambito di un unico sistema di osservazione colturale 

guadagnando, dall’impiego coordinato di varie piattaforme, una migliore efficacia di 

monitoraggio ed intervento (Hoff & Christopher, 2012; McKellip et al., 2005). 
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2.3.1 Risoluzione spaziale 

La risoluzione spaziale viene definita dall’area del più piccolo pixel identificabile (fig. 8): 

all’aumentare della risoluzione spaziale diminuisce l’estensione di superficie dell’unità 

minima dell’immagine (pixel) ottenendo un aumento del livello di omogeneità delle 

caratteristiche della superficie analizzata all’interno di un dato pixel; al contrario una bassa 

risoluzione spaziale, ovvero una maggiore dimensione dei pixel, va ricondotta ad un 

incremento dell’eterogeneità delle caratteristiche per quel pixel (Mulla, 2013). L’alta 

risoluzione spaziale è ottenibile con sistemi come SAPR che si distinguono per livelli di 

risoluzione spaziale quantificabili nell’ordine dei centimetri (Matese et al., 2015; Ouédraogo 

et al., 2014; Morgan et al., 2022). 

 

Fig. 8. Mappa di vigore vegetativo (NDVI) visualizzata con tre differenti risoluzioni spaziali ottenute 

con: (a) SAPR, (b) Worldview-2, (c) Sentinel-2 (Giovos et al., 2021). 

 

Le immagini ad alta risoluzione spaziale sono in grado ampliare il livello di informazione 

spettrale acquisibile andando a rappresentare con maggiore dettaglio l’eterogeneità spettrale 

associata alla struttura epigea della pianta (Zhang et al., 2006); questo permette di ampliare il 

numero di possibili applicazioni potendo investigare caratteristiche della superficie altrimenti 

non distinguibili (Brook et al., 2020). 

Ulteriori vantaggi sono ottenibili in termini di segmentazione dell’immagine, di interesse ad 

esempio in un contesto di coltivazioni a filare dove, diversamente da colture a seminativi, può 

sorgere la necessità di adottare tecniche di classificazione di pixel in modo tale da distinguere 

la chioma presente sul filare da elementi di disturbo presenti nell’interfilare (Sun et al., 2017) 

il che si ritiene possibile solo attraverso una sufficiente risoluzione spaziale (Campos et al., 

2021) ed è facilmente realizzabile, ad esempio, con il metodo “maximum value composite” 

(McKellip et al., 2005) oppure tramite la definizione di una regione di interesse (region of 
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interest, ROI) da cui poter estrarre l’informazione di riflettanza pura della chioma; nel caso di 

colture a filare il ROI può essere identificato con il centro del filare stesso (Zarco-Tejada et 

al., 2013) (fig. 9). 

Con sistemi a media o bassa risoluzione al contrario l’informazione spettrale pura della 

chioma non viene distinta dai segnali spettrali associati a classi di diversa natura (e.g. suolo o 

copertura vegetale) presenti nell’interfilare (Campos et al., 2021; Kaur et al., 2019), così i 

valori di riflettanza rilevati per un determinato pixel diventano rappresentativi non 

dell’informazione spettrale pura della chioma ma piuttosto di una media delle informazioni di 

entrambi gli elementi presenti sulla fila e tra le file (Matese et al., 2015). Sebbene pixel misti, 

cioè pixel il cui valore di riflettanza trova relazione spettrale con elementi appartenenti a 

classi diverse, siano presenti anche in immagini ad alta risoluzione in queste esiste la 

possibilità di distinguere e riclassificare gli stessi tramite procedure di unmixing (Kaur et al., 

2019).  

 

Fig. 9. Identificazione della regione di interesse (linea bianca) per 

l’estrazione di pixel contenenti l’informazione spettrale pura della 

chioma (Zarco-Tejada et al., 2013). 

 

A fianco dei vantaggi ottenibili da immagini ad alta risoluzione, difficoltà nella gestione dei 

dati possono concretizzarsi in quanto ad alti livelli di risoluzione spaziale vengono resi 

evidenti anche segnali spettrali in grado di complicare le operazioni di elaborazione dei dati 

tra cui variazioni di riflettanza imputabili a caratteristiche strutturali della chioma (e.g. diverso 

angolo di inserzione delle foglie) in grado di influenzare il segnale spettrale dei singoli pixel 
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(Lopatin et al., 2017); all’aumentare della risoluzione spettrale, aumenta inoltre la quantità di 

pixel contenenti dati di riflettanza significativamente affetti dalla presenza di ombre (Milas et 

al., 2017), essendo queste determinate da un effetto di ostruzione della luce e quindi del 

segnale che può essere raccolto dal sensore determinano una perdita parziale o pressoché 

totale del segnale di riflettanza (Leblon et al., 1996) potendo influenzare negativamente 

l’accuratezza dei risultati ottenibili (de Sá et al., 2018; Zhang et al., 2015); non 

necessariamente una superiore risoluzione spaziale conduce ad una maggiore accuratezza e 

per determinati fini applicativi un aumento della dimensione dei pixel può contribuire ad 

ottenere risultati più accurati, la risoluzione spaziale va calibrata in funzione del tipo di 

applicazione (Zhang et al., 2015). 

2.3.2 Altitudine 

Una modalità di classificazione delle piattaforme di RS prende in considerazione la distanza 

dal target a cui le stesse sono in grado di operare (Mulla, 2013) potendo distinguere: (i) 

piattaforme terrestri, tra cui vengono inclusi vari sistemi fissi o mobili ma anche dispositivi 

portatili (Jin et al., 2020), (ii) piattaforme a bassa altitudine, con particolare riferimento a 

Sistemi Aeromobili a Pilotaggio Remoto (SAPR), i quali sono in grado di garantire una buona 

flessibilità in termini di altitudine potendo operare a diversi livelli di quota, compresi 

indicativamente tra 30-100 m (Zhou et al., 2021), (iii) piattaforme ad alta altitudine, nonché 

dirigibili o aeromobili che lavorano nella troposfera, ad una altitudine superiore a 20 km 

(D’Oliveira et al., 2016), (iv) piattaforme satellitari spesso operanti a livelli di altitudine 

compresi tra 250-700 km (Hoff & Christopher, 2012). 

In accordo con la legge dell’inverso del quadrato, l’intensità luminosa diminuisce 

all’aumentare della distanza tra sorgente e ricevente secondo una relazione quadratica (Born 

& Wolf, 2013; Brownson, 2014); tale principio fisico trova validità in ambito di RS nella 

descrizione degli effetti della distanza di lavoro nonché nella definizione della quantità di 

dettagli spettrali che il sensore è in grado di ricevere; ad esempio a lunghe distanze (e.g. 

telerilevamento satellitare) l’influenza di caratteristiche strutturali e biofisiche della chioma è 

pressoché nulla mentre queste possono divenire rilevanti quando la scala di rilevamento si 

riduce (e.g. telerilevamento prossimale) potendo quindi ottenere risultati differenti a seconda 

della piattaforma utilizzata (fig. 10) (Liu et al., 2020).  

Inoltre, i dati di riflettanza raccolti dal sensore non dipendono unicamente dalle caratteristiche 

della superficie oggetto di studio infatti, in un sistema reale, la radiazione luminosa non 
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interagisce unicamente con l’obiettivo dell’osservazione ma anche con l’atmosfera in cui essa 

si muove, le cui caratteristiche (e.g. umidità, temperatura) possono avere influenza non 

trascurabile sulla misurazione (Acorsi et al., 2020; Dave, 1980); le componenti atmosferiche 

(e.g. aerosol e gas atmosferici) interagiscono sia con la luce diretta verso il target, sia con la 

componente da esso riflessa, fondamentalmente tramite processi di assorbimento e 

dispersione (Horvath, 1993); i sistemi di RS che operano ad alta altitudine e quindi basati su 

piattaforme aeree e satellitari sono significativamente affetti dalle condizioni atmosferiche ed 

in particolare da nuvolosità che può rendere in taluni casi inutilizzabili le immagini ottenute 

(Adão et al., 2017; Finger et al., 2019; Moran et al., 1997). 

Al contrario, l’effetto di tali condizioni sulla raccolta dei dati è meno rilevante nell’impiego di 

piattaforme associate a rilevamento prossimale (Mulla, 2013) così come per piattaforme aeree 

in grado di operare a bassa altitudine (SAPR) (Fiorucci et al., 2018; Xue & Su, 2017); in tale 

situazione la vegetazione viene raggiunta da una radiazione diffusa ottenendo un effetto di 

riduzione delle ombre dovute a caratteristiche strutturali della chioma e, particolarmente per 

piattaforme terrestri, anche imputabili alla presenza stessa di veicoli impiegati ai fini di 

raccolta dei dati spettrali (Liu et al., 2020); la presenza di ombre è generalmente associata ad 

una minore accuratezza dei risultati (Furukawa et al., 2021), in un contesto di rilevamento 

prossimale o a bassa altitudine (e.g. SAPR) la presenza di una completa copertura nuvolosa è 

quindi preferibile (Duffy et al., 2018); se contrariamente, il rilevamento avviene in situazioni 

di cielo sereno o poco nuvoloso, la geometria solare andrà considerata (Liu et al., 2020). 

Nel caso di SAPR, per i quali l’altitudine risulta essere un parametro facilmente modulabile, 

occorre considerare i diversi effetti che si possono ottenere per voli a quote diverse (Gómez-

Candón et al., 2014); ad una diminuzione della quota di volo si ottiene un proporzionale 

aumento della risoluzione spaziale (dimensione dei pixel) (fig. 10) da cui deriva la possibilità 

di catturare immagini con un maggiore dettaglio spettrale, la diminuzione della quota di volo 

può essere quindi proposta per ottenere una maggiore accuratezza (Peña et al., 2015); Al 

contrario tuttavia, l’area visualizzata dalle singole immagini diminuisce il che trova come 

diretta conseguenza un incremento del tempo utile a coprire l’intera area di studio e 

parallelamente una crescita dei costi (de Castro et al., 2015); infine l’impiego di velivoli a 

bassa altitudine può aumentare la complessità delle procedure di elaborazione comportando 

spesso la necessità di unire diversi frame video (mosaicking) al fine di ottenere un’ortofoto 

comprensiva dell’intera area di studio (Avola et al., 2020).   
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Fig. 10. Dettagli della risoluzione spaziale ottenuti da un sensore e multispettrale 

a diversi livelli di quota: (A) 40 m di altitudine (B) 100 m di altitudine (Peña et 

al., 2015). 

 

2.3.3 Risoluzione temporale 

La risoluzione temporale è identificata dalla frequenza con la quale, per un dato sito, è 

possibile ottenere delle immagini (Mulla, 2013). Nel caso delle piattaforme satellitari, la 

risoluzione temporale è associata al relativo tempo di rivisitazione, parametro che, essendo 

rigidamente definito, va a escludere la possibilità di prevedere dei voli in funzione di eventi 

specifici (Lechner et al., 2020); nonostante ciò occorre considerare che se per piattaforme 

satellitari quali quelle appartenenti alla serie Landsat, il relativo tempo di rivisitazione di 16 

giorni, può essere considerato troppo ampio per determinate applicazioni (McCabe et al., 

2017) la tendenza alla realizzazione di costellazioni satellitari, gruppi satellitari coordinati, ha 

permesso il raggiungimento di una migliore copertura temporale (Lechner et al., 2020); a 

titolo di esempio, la costellazione di nanosatelliti CubeSat lanciati dalla società Planet labs, è 

in grado di garantire un tempo di rivisitazione prossimo ad 1 giorno (fig. 11) insieme ad una 

risoluzione spaziale fino a 3 metri, superando almeno teoricamente le problematiche legate ad 

un troppo lungo tempo di rivisitazione (Junqueira et al., 2021);  
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Fig. 11. Serie giornaliera di 19 giorni, delle mappe dell'indice di area fogliare (LAI) ottenuta dai dati della 

costellazione CubeSat, durante un periodo della stagione vegetativa (13 giugno – 1° luglio 2019) ed un giorno 

selezionato (14 luglio) con valori LAI di picco, di due appezzamenti irrigati (US-Ne1, US-Ne2) ed un controllo non 

irrigato (US-Ne3) (rielaborato da Johansen et al., 2022). 

 

Tuttavia, occorre sempre considerare che questi valori di risoluzione temporale possono 

essere soggetti a variazioni essendo la capacità di acquisizione dei dati spettrali a livello 

satellitare sostanzialmente vincolata dalle condizioni del cielo nel momento di rivisitazione 

(Furukawa et al., 2021).  

La risoluzione temporale è uno dei principali elementi da considerare in un contesto di 

monitoraggio di parametri rapidamente variabili nel tempo (e.g. stato idrico) (Knipper et al., 

2019) e di valutazione dello stato sanitario della vegetazione per la quale, al fine di poter 

rispondere efficacemente allo sviluppo patogenico, sono richieste tempestive azioni di 

controllo che partono proprio da una rapida identificazione (McKellip et al., 2005); mediante 

strumenti con bassa risoluzione temporale la risposta può essere insufficiente per fornire 

informazioni di valore ai fini della gestione delle operazioni colturali (Knipper et al., 2019; 

Veysi et al., 2017) e per tale motivo, in tali contesti di utilizzo, diviene di fondamentale 

supporto l’utilizzo di piattaforme in grado di garantire una alta frequenza di ritorno, tra cui 

SAPR vengono citati (Burkart et al., 2018). L’impiego di tali piattaforme consente una più 
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puntuale pianificazione delle operazioni di acquisizione delle immagini potendo infatti 

mantenere un buon livello di indipendenza dalle locali condizioni di illuminazione, anche in 

presenza di coperture nuvolose (Fiorucci et al., 2018). 

2.4 IMAGING SPETTRALE 

L’imaging spettrale (spectral imaging, SI) si riferisce ad un gruppo di tecniche di RS che 

combinano due modalità di rilevamento i.e. imaging e spettrometria (Garini et al., 2006): 

attraverso l’imaging si recuperano le informazioni relative alla forma fisica della pianta 

nonché alla sua struttura mentre la spettrometria definisce le informazioni spettrali cui le 

caratteristiche chimiche e fisiche della superficie in osservazione si riferiscono (Mishra et al., 

2020); in questo modo a differenza delle telecamere RGB (red, green, blue) che catturano la 

luce esclusivamente nello spettro visibile e limitatamente alle lunghezze d’onda del rosso, 

verde e blu, le tecniche di SI consentono di completare l’informazione spettrale nel visibile ed 

oltretutto estendere l’esplorazione ad altre componenti dello spettro elettromagnetico (Li et 

al., 2014). 

Tra le diverse tecniche di RS spettrale imaging multispettrale (MI) ed imaging iperspettrale 

(HSI) vengono citati (Gracia-Romero et al., 2017); le maggiori differenze si evidenziano nelle 

caratteristiche tecniche dei sensori ottici impiegati per l’analisi della radiazione riflessa i.e. 

ampiezza e numero delle bande a cui gli stessi dati di riflettanza dati possono essere catturati 

(Lechner et al., 2020). 

2.4.1 Imaging iperspettrale 

Per un dato intervallo di lunghezze d’onda, tipicamente compreso tra 400-2500 nm, i sensori 

iperspettrali consentono di ottenere l’informazione spettrale relativa ad un insieme continuo di 

bande che hanno la caratteristica di essere strette, nonché con ampiezza inferiore a 10 nm 

(Garg, 2020; Hansen & Schjoerring, 2003), e tra di loro contigue (Folkman et al., 2001; Green 

et al., 1998).  

Per la stessa superficie si può ottenere pertanto un set di immagini 2-D simultanee, ciascuna 

ad una specifica lunghezza d’onda (Fabiyi et al., 2021); queste immagini vengono 

comunemente visualizzate tramite una rappresentazione tridimensionale ottenuta per 

sovrapposizione delle stesse immagini 2-D, a formare un cubo iperspettrale di dati 

(hypercube), una immagine grafica 3-D individuata da due dimensioni spaziali (x, y) e una 

dimensione spettrale (λ) (fig. 12) (Huang et al., 2014; Mulla, 2013). 
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Fig. 12. Cubo di dati iperspettrale Airborne Visible Infrared Imaging Spectrometer (AVIRIS) di Sullivand’s Island 

(SC) ottenuta il giorno 26 ottobre 1998; sulla sommità del cubo un’immagine ottenuta nel NIR, su una delle 224 

ottenute su bande strette di ampiezza 10 nm (PPT – Dr. John R. Jensen Department of Geography University of 

South Carolina Columbia, SC 29208 PowerPoint Presentation ID:5526131, n.d.). 

 

In questo modo ogni pixel del cubo di dati contiene l’informazione relativa a ciascuna delle 

bande rilevate dal sensore iperspettrale ed essendo le stesse bande rilevate con un approccio 

continuo, a partire da un cubo di dati iperspettrale è possibile estrarre, per ciascun pixel, uno 

spettro completo (Fabiyi et al., 2020); i sistemi di rilevamento iperspettrale (HS) si 

avvantaggiano dell’integrazione di tecniche spettroscopiche (relative allo studio dello spettro 

elettromagnetico) e di imaging (a supporto di forma e struttura della chioma) in una unica 

tecnologia potendo equiparare HSI a termini quali “imaging spectroscopy” o “imaging 

spectrometry” (Adão et al., 2017; Jia et al., 2020).  

La capacità dei sensori HS di investigare la risposta spettrale ad incrementi ridotti (< 10 nm), 

in modo continuo, su tutto il range di lunghezze d’onda di interesse, si traduce 

nell’ottenimento di immagini contenenti l’informazione di centinaia di bande diverse 

(Schweizer & Moura, 2001). 

La grande quantità di informazioni spettrali ottenibile attraverso sistemi di HSI è in generale 

eccedente rispetto alle informazioni realmente informative in relazione a quelli che sono i fini 

dell’analisi (Mariotto et al., 2013), questa caratteristica è peraltro intrinseca nell’etimologia 

stessa del termine “iperspettrale” il cui prefisso iper- va a denotare per l’appunto eccesso, 
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sovrabbondanza (Hunt & Daughtry, 2017); in questi termini, i vantaggi dell’HSI sono relativi: 

quando le bande utili non sono conosciute a priori è vantaggioso avere a disposizione un 

numero di bande in eccesso piuttosto che in difetto, qualora, al contrario, vi sia conoscenza 

dei canali a cui l’informazione di riflettanza andrà ricercata, la possibilità di limitare l’analisi 

ad un numero ridotto di canali non comporta svantaggi (Hunt & Daughtry, 2017); la alta 

dimensionalità del dataset è anzi correlata a difficoltà di gestione dei dati iperspettrali 

innanzitutto in termini di incremento della complessità nonché delle tempistiche necessarie 

per l’elaborazione dello stesso set di dati (Al-Saddik et al., 2018; Bradter et al., 2020) 

evidenziando una certa carenza di tempestività, esigenza cruciale per applicazioni tra le quali, 

a titolo esemplificativo, si cita la gestione di stress biotici (Wu et al., 2016) per le quali, la 

possibilità di intervenire efficacemente, è in effetti strettamente connessa alle esigenze stesse 

di tempestività (Adokiya et al., 2016); inoltre, nella gestione di un ampio volume di dati, 

tempi di trasferimento, costi e capacità di archiviazione diventano critici (Jia et al., 2020; 

Ribalta et al., 2020; Schweizer & Moura, 2001). 

Ulteriori criticità si rendono poi evidenti quando tecniche di intelligenza artificiale (AI) 

vengono applicate a supporto dei processi di classificazione di immagine dove la presenza di 

informazioni ridondanti determina un calo delle performance dei convenzionali modelli di 

classificazione, in accordo con il fenomeno di Hughes per il quale l’accuratezza della 

classificazione aumenta con l’aumentare delle bande analizzate fino a raggiungere un numero 

massimo di canali oltre il quale la stessa accuratezza subisce una drastica riduzione (Fabiyi et 

al., 2021; Hughes, 1968). Inoltre, sempre in tale contesto viene messa in luce la necessità di 

prevenire fenomeni di adattamento eccessivo (overfitting), spesso segnalati quando i dati 

iperspettrali vengono utilizzati con modelli empirici (Lee et al., 2004; Ma et al., 2019; Rocha 

et al., 2017). 

Sostanzialmente, nonostante HSI venga citata come una tecnologia potente e versatile (Liu et 

al., 2020) le possibilità di sviluppo e di diffusione di questi sistemi sono limitate dalla alta 

quantità di dati che viene generata (Thenkabail et al., 2014); dal momento che le immagini 

HS includono informazioni spettrali ridondanti o associate a rumore si ritiene tuttavia 

possibile ragionare nei termini di una riduzione del volume di dati attraverso la selezione di 

un ridotto numero di bande, informative dei tratti oggetto di analisi (Bradter et al., 2020; 

Thenkabail et al., 2000); ciò non può tuttavia realizzarsi senza la precedente e completa 

valutazione di centinaia di lunghezze d’onda e loro combinazioni (indici vegetativi) per 

definire quali rivelano informazioni significative ai fini di identificare, ed entro una certa 
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misura quantificare, il tratto oggetto di studio (Bendel et al., 2020; Thenkabail et al., 2004); lo 

sviluppo di questa tecnologia deve quindi necessariamente essere supportato da rilevanti 

sforzi di ricerca che consentano di edificare una solida conoscenza in merito a come i vari 

tratti vegetali contribuiscano alle variazioni di riflettanza misurate così da poter comprendere 

e descrivere la variabilità spaziale e temporale dei sistemi agrari (Kattenborn et al., 2019; 

Mariotto et al., 2013); tale sforzo è normalmente coadiuvato da metodi statistici tra i quali il 

più popolare è probabilmente l’analisi delle componenti principali (principal component 

analysis, PCA) (Farrell & Mersereau, 2005), tecnica di analisi multivariata grazie alla quale è 

possibile identificare le combinazioni spettrali che meglio modellizzano le caratteristiche 

della vegetazione supportando il processo di eliminazione di informazioni ridondanti nonché 

di riduzione dimensionale dei dati iperspettrali (Jain et al., 2007). 

In conclusione, ad oggi HSI viene ancora considerato come una nuova direzione di ricerca 

dato che costi e necessità di ricorrere a complessi metodi di elaborazione ne limitano il 

potenziale (Liu et al., 2020) la cui espressione si ritiene dipenderà fortemente dal progresso 

che verrà raggiunto nell’ambito delle tecnologie applicate di elaborazione (e.g. machine 

learning) e gestione dei dati (e.g. cloud-computing) (Aneece & Thenkabail, 2021). 

2.4.2 Imaging multispettrale 

A differenza dei sistemi di HSI in grado di fornire dati spettrali in modo continuo su centinaia 

di bande ad intervalli ristretti (5-10 nm) (Garg, 2020), i sistemi di imaging multispettrale 

(multispectral imaging, MI) analizzano la riflettanza in modo discreto limitando inoltre 

l’analisi a un numero ridotto di bande selezionate, in genere inferiore a 10 (Bendel et al., 

2020; Hsu, 2007) e spesso in numero di 2-4 (Lamb, 2001) (fig. 13); In una immagine 

multispettrale, manca l’informazione di alcune porzioni dello spettro ovvero singoli pixel non 

contengono informazioni sufficienti a ricavare dagli stessi uno spettro completo, data la 

natura sparsa e discreta dei dati di riflettanza raccolti (fig.13) (Qin et al., 2013).  

La risoluzione spettrale dei sensori multispettrali, nonché la capacità di discriminare due 

picchi distinti nello spettro analizzato, è inferiore a quella ottenibile con sensori iperspettrali 

(Mulla, 2013); l’ampiezza delle bande spettrali rilevate è infatti indicativamente di 30 nm nel 

VIS mentre superiore a 100 nm nello SWIR (Giovos et al., 2021). 
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Fig. 13. Schematica visualizzazione tridimensionale dei dati spettrali e spaziali ottenuti con Landsat TM (MS) e 

AVIRIS (HS) nelle regioni spettrali di VIS e NIR (VNIR) (rielaborato da Schowengerdt, 2006).  

 

MI trova pertanto dei limiti di utilizzo quando l’informazione di riflettanza è disponibile solo 

ad incrementi spettrali ridotti (e.g. 10-20 nm) e tali da non essere discriminata da sensori 

multispettrali data la non sufficiente risoluzione spettrale e richiedendo di fatto l’utilizzo di 

sistemi di HSI (Adão et al., 2017; Croft et al., 2015; Lee et al., 2004; Mulla, 2013); al 

contrario la disponibilità di tecnologie di HSI è associata, attraverso firme spettrali altamente 

dettagliate, ad una quantità di dati sufficiente ad estendere in modo significativo il numero di 

sostanze discriminabili (Hsu, 2007), migliorare la sensibilità rispetto ai parametri di interesse 

(Thenkabail et al., 2000), migliorare prestazioni di indici vegetativi (Mutanga & Skidmore, 

2004), individuare bande spettrali per una stima accurata di specifici parametri biofisici e 

biochimici (Kira et al., 2015), inoltre consentendo l’identificazione di variazioni anche lievi 

della risposta spettrale della superficie analizzata vengono offerte opportunità di sviluppo di 

applicazioni quali il rilevamento precoce fattori di stress (Nguyen et al., 2021). 

L’MI rappresenta rispetto all’HSI, una alternativa tuttavia conveniente, economicamente così 

come per minore complessità computazionale, rapidità di analisi e capacità di archiviazione 

richiesta rimanendo di riferimento nonostante il minore livello di approfondimento spettrale 

che tale tecnologia è in grado di fornire (Liu et al., 2020); alcuni autori in effetti sottolineano 

l’importanza di trovare il giusto compromesso tra esigenze di qualità delle immagini e di 

tempestività (Garini et al., 2006), considerando peraltro che non tutte le possibilità di impiego 

delle tecnologie di RS richiedono il livello di dettaglio che le tecniche di HSI possono fornire 

(Mas Garcia et al., 2021): in determinati casi di applicazione, in effetti, le differenze che si 
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possono rilevare impiegando alternativamente le tecnologie sopracitate non sono significative 

o comunque non tali da rendere HSI indispensabile al fine di ottenere un livello sufficiente di 

accuratezza (Badzmierowski et al., 2019; Bradter et al., 2020; Elvidge & Chen, 1995; Halme 

et al., 2019), inoltre il minore grado di approfondimento spettrale tipico dell’approccio 

multispettrale può portare a vantaggi operativi anche rilevanti trovando buona collocazione 

nei sistemi di utilizzo reale, per tali ragioni può essere interessante la simulazione di un 

sistema multispettrale attraverso la selezione di un numero limitato, indicativamente inferiore 

o uguale a dieci, di bande iperspettrali  (Bendel et al., 2020). Occorre infine sottolineare che, 

nonostante miniaturizzazione della sensoristica e presentazione della stessa a prezzi 

sostenibili per un maggior numero di realtà produttive siano tendenze che fanno presupporre 

delle possibilità di diffusione ubiquitaria dei sistemi di HSI (Lechner et al., 2020) attualmente, 

nonostante la potenza delle tecnologie iperspettrali, queste sono tendenzialmente legate a 

piattaforme satellitari o mezzi aerei ad alta altitudine rimanendo quindi vincolate ai limiti che 

derivano dall’impiego di tali piattaforme (Liu et al., 2020); contrariamente l’impiego di 

tecnologie di MI risulta di estrema diffusione in associazione a SAPR (Lechner et al., 2020) 

confermandosi tra le migliori possibilità di scelta qualora ad essere richieste siano 

tempestività, osservazioni ripetute, flessibilità di volo ed alta risoluzione spaziale (Wójtowicz 

et al., 2016). 

2.5 APPROCCIO ALL’ANALISI DEI DATI SPAZIALI 

Le tecnologie di RS, supportate da sistemi di posizionamento globale (global positioning 

system, GPS) e sistemi informativi geografici (geographic information system, GIS), danno 

accesso ad un ampio bacino di dati informativi (Milla et al., 2005) il che risulta fondamentale 

ai fini di raggiungimento degli obiettivi di gestione sito-specifica delle colture agrarie. 

Tuttavia, il successo di questo approccio è legato, tra le altre cose (e.g. gestione dei processi 

di acquisizione, elaborazione, archiviazione, rappresentazione dei dati), alla possibilità di 

analizzare e interpretare correttamente le informazioni ottenute da tali sistemi (Huang et al., 

2018) come pure alla necessità di generalizzare i criteri adottati, sia spazialmente che 

temporalmente (Foody et al., 2003). 

Al fine di ricavare, a partire dai dati rilevati, informazioni utili alla gestione dei sistemi 

colturali vengono generalmente proposti due principali approcci metodologici, 

rispettivamente meccanicistici ed empirici (Weiss et al., 2020; Xie et al., 2019). 
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Gli approcci meccanicistici presuppongono che la descrizione del sistema faccia riferimento 

alla conoscenza dei meccanismi chiave coinvolti nella determinazione dei fenomeni misurati; 

i processi inclusi nel modello meccanicistico, nonostante la relativa specificità, sono 

sufficientemente generici da mantenere una certa rilevanza anche al variare di condizioni e 

parametri che caratterizzano il sistema oggetto di studio nonché dal momento in cui lo stesso 

modello viene utilizzato per descrivere entità tra loro diverse (Baker et al., 2018), i modelli 

meccanicistici possono così essere usati per fare previsioni rispetto ai tratti oggetto di studio 

(Resco de Dios et al., 2015). 

Gli approcci empirici si basano su mezzi puramente statistici, ad esempio, analisi della 

regressione (Kira et al., 2016), nonché sulla stima della relazione funzionale tra il set di dati 

ottenuto dai processi di acquisizione ed elaborazione e la variabile di interesse direttamente 

misurata (Bala & Islam, 2009) e valutazione dei modelli statistici ricavati, per comparazione 

dei relativi coefficienti di determinazione (Campos et al., 2021); è possibile stimare relazioni 

statistiche tra dati anche in assenza di conoscenze in merito ai rapporti causa-effetto che 

determinano i parametri misurati, con questo approccio lo sguardo ai meccanismi che guidano 

le dinamiche del sistema osservato è pertanto limitato; questi ultimi non danno garanzia della 

robustezza del modello ottenuto in quanto per garantirne la piena trasferibilità i parametri 

modellizzati dovrebbero idealmente rimanere costanti (Korzukhin et al., 2011): spesso gli 

studi empirici mettono in evidenza relazioni ad alta correlazione relativamente ad uno 

specifico sito o specie ma ridotto potere predittivo viene messo in luce quando la stessa 

relazione viene trasferita ad un sito od una specie differente (Bowyer & Danson, 2004). 

Da tali considerazioni deriva la necessità di porre particolare attenzione ai contesti in cui 

questi approcci vengono impiegati ai fini di analizzare sistemi spazialmente e temporalmente 

complessi, come pure variabili, quali quelli agrari (Combal et al., 2003); occorre pertanto, 

nell’adozione di un approccio empirico, mantenere in considerazione che le relazioni ricavate, 

essendo calibrate rispetto alle specifiche osservazioni sperimentali, in assenza di ulteriori 

approfondimenti, rimangono sostanzialmente vincolate alla rappresentatività del set di dati 

nonché alle condizioni ambientali e colturali cui il lavoro sperimentale è riferito (Weiss et al., 

2020); ciò pone dei limiti rispetto alla possibilità di trasferire la relazione stimata al variare di 

condizioni atmosferiche (Xiao et al., 2003), caratteristiche topografiche (Matsushita et al., 

2007), angolo di acquisizione dei dati (Mao et al., 2020) specie vegetale (Bremer et al., 2011), 

cultivar (Albetis et al., 2017; Boulent et al., 2020), e fase fenologica (Colombo et al., 2003; 

Junges et al., 2018).  
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Sebbene non sia possibile definire a priori l’approccio più adatto, che dovrà essere invece 

stabilito congiuntamente alle applicazioni di interesse per i soggetti coinvolti (Weiss et al., 

2020), in linea generale gli approcci empirici trovano comune utilizzo in ambito di RS della 

vegetazione (Ramoelo et al., 2015); occorre infatti considerare che lo sviluppo di modelli 

meccanicistici comporta notevole complessità (Kuparinen, 2006) al contrario, le tecniche 

empiriche hanno portato dimostrazione della capacità di stima di relazioni ad alto potenziale 

esplicativo con relativa facilità operativa e computazionale, il che rende le stesse tecniche 

ampiamente diffuse (Jensen et al., 2019). In relazione a queste ultime, la modalità 

operativamente più impiegata prevede il calcolo di indici vegetativi (VI) (Finger et al., 2019; 

Martos et al., 2021; Xie et al., 2019), possibilità confermatasi per la capacità di monitorare ed 

analizzare in modo rapido variazioni spaziali di numerosi tratti della vegetazione (Hashimoto 

et al., 2019). 

2.6 INDICI VEGETATIVI 

A partire da una immagine telerilevata, per ciascuna lunghezza d’onda è possibile estrarre 

l’informazione di riflettanza ad essa associata la quale è identificativa di specifiche 

caratteristiche della superficie analizzata (Hatfield et al., 2019).  

Nelle condizioni di campo la risposta spettrale rilevata risulta tuttavia normalmente 

influenzata da fattori di disturbo (e.g. caratteristiche del suolo, caratteristiche dell’atmosfera, 

effetti di ombreggiamento) (Boulent et al., 2020); per tale motivo, in ambito di RS, la ricerca 

si è focalizzata sulla possibilità di minimizzare gli effetti di rumore ed esaltare la risposta 

della vegetazione con il fine di evidenziarne tratti definiti (Bannari et al., 1995; Jackson & 

Huete, 1991). Tale impulso trova realizzazione attraverso lo sviluppo di indici spettrali, più 

specificatamente indici vegetativi (VI) qualora in riferimento all’analisi spettrale delle 

superfici vegetali (Huang et al., 2021).  

Concettualmente gli indici vegetativi trovano immediata definizione, rappresentando la 

semplice combinazione matematica di valori di riflettanza misurati su due o più bande 

spettrali (Giovos et al., 2021; Hatfield et al., 2019), selezionate sulla base di determinate 

proprietà spettroscopiche della vegetazione (Kattenborn et al., 2019); in questo modo a partire 

da una serie di immagini diverse, ciascuna contenente l’informazione relativa ad una specifica 

banda spettrale, è possibile generare un’unica immagine in grado di risaltare caratteristiche o 

pattern definiti ottenendo così sia una migliore rappresentazione degli oggetti presenti sul 
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suolo che una più semplice interpretazione di ciò che altrimenti rimarrebbe un complesso 

insieme di dati (Huang et al., 2021) (fig. 14). 

 

Fig. 14. Schematica rappresentazione del calcolo di un generico indice vegetativo (NDVI) (rielaborato da Caruso et al., 

2019). 

 

Lo sviluppo dei VI può essere originariamente attribuito a Jordan (1969) il quale attraverso 

Ratio Vegetation Index (RVI) correlò il rapporto dei valori di riflettanza nel NIR (800 nm) e 

nel RED (675 nm) (eq. 2) all’indice di area fogliare (LAI) basandosi sul principio per il quale 

gli organi verdi assorbono una minore quantità di luce nel NIR piuttosto che nel RED, 

potendo pertanto correlare positivamente RVI all’estensione fogliare della pianta. 

𝑅𝑉𝐼 =
𝑁𝐼𝑅

𝑅𝐸𝐷
                   𝑒𝑞. 2 

In generale i VI vengono considerati per la potenzialità di fornire delle informazioni 

facilmente interpretabili nonché immediatamente spendibili (Joshi & Chandra, 2011) il che ha 
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reso gli stessi uno strumento di RS sul quale gran parte delle attuali applicazioni si 

focalizzano (Hatfield et al., 2019). 

2.6.1 Classificazione degli indici vegetativi 

A seconda dell’ambito di interesse i diversi VI possono essere distinti impiegando differenti 

criteri di classificazione (Bannari et al., 1995); in ambito di SI, lo sviluppo delle tecnologie di 

imaging multi- ed iperspettrale ha accompagnato la definizione di due tendenze rispetto allo 

sviluppo di VI le quali sono diretta conseguenza della risoluzione spettrale del sensore 

impiegato ovvero (i) indici vegetativi a banda larga (broadband vegetation indices) i.e. indici 

multispettrali (ii) indici vegetativi a banda stretta (narrowband vegetation indices) i.e. indici 

iperspettrali (Hatfield et al., 2008).  

Più di un centinaio di VI tra quelli ad oggi a disposizione sono stati sviluppati a partire da 

immagini multispettrali (Xue & Su, 2017), tuttavia la possibilità di investigare la risposta 

spettrale della superficie su centinaia di lunghezze d’onda diverse, concretizzatasi 

parallelamente allo sviluppo delle tecnologie iperspettrali, rende le possibili combinazioni di 

lunghezza d’onda sperimentabili praticamente infinite (Giovos et al., 2021) aprendo a nuove 

possibilità di ricerca nonché di applicazione (Xue & Su, 2017) e consentendo di superare il 

livello di saturazione raggiunto in termini di sviluppo di nuovi VI nei primi anni 2000 

(Giovos et al., 2021). Oltre allo sviluppo di nuove combinazioni spettrali, la tendenza allo 

sviluppo di VI a banda stretta è supportata dalla necessità di perfezionare le prestazioni 

generali degli VI (Hatfield et al., 2008); Mutanga & Skidmore (2004), ad esempio, hanno 

sperimentato l’utilizzo di VI a banda stretta per superare i problemi di saturazione che si 

verificano tipicamente nell’impiego di alcuni VI a banda larga (e.g. NDVI) in condizioni di 

densa copertura vegetale ottenendo significativi miglioramenti dell’accuratezza nelle stime di 

biomassa della vegetazione o ancora, secondo Gao (1996) una più accurata stima dello stato 

idrico della vegetazione è possibile usando NDWI a banda stretta in grado di evitare canali 

spettrali dove l’informazione di riflettanza è fortemente contaminata dalla presenza di altre 

molecole (e.g. cellulosa), approccio non possibile attraverso indici a banda larga che vanno 

inevitabilmente a restituire una informazione che accorpa, insieme alle informazione di 

interesse, il contributo spettrale di molecole responsabili di rumore. 

Nonostante lo sviluppo delle tecniche SI, la possibilità di derivazione di VI a partire da 

immagini ottenute con sensori RGB suscita interesse al fine di ottenere rapidamente e a costo 

ridotto, risultati affidabili (Gracia-Romero et al., 2017), spesso anche migliori di quelli 
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ottenibili attraverso tecnologie di SI (Poley & McDermid, 2020), e questo sembra verificarsi 

particolarmente quando la possibilità di ottenere immagini ad alta risoluzione spaziale 

assume, sull’accuratezza dei risultati, un peso maggiore rispetto ai parametri di risoluzione 

spettrale (Maes & Steppe, 2019). Costi ridotti e semplicità di calcolo fanno dei VI RGB una 

soluzione in grado di rendere facilmente accessibili le operazioni di raccolta dei dati (Costa et 

al., 2020) e pertanto di largo utilizzo (Tsouros et al., 2019); nonostante ciò le possibilità 

applicative dei VI RGB sono ridotte venendo, secondo Giovos et al. (2021), principalmente 

impiegati per la stima di pigmenti fogliari (e.g. carotenoidi e antociani). 

Una panoramica strutturata di diversi VI calcolabili a partire da dati satellitari è stata 

pubblicata on-line dall'Institute of Crop Science and Resource Conservation (INRES, 

www.indexdatabase.de) dell'Università di Bonn. 

2.6.2 Validazione degli indici vegetativi 

Le opportunità di sviluppo dei VI seguono un approccio sostanzialmente empirico (Eitel et 

al., 2008); il criterio più diffuso per definire il potere esplicativo di uno o più VI rispetto ad 

una variabile di interesse si basa infatti sulla possibilità di stabilire, tra gli indici vegetativi 

testati e la variabile stessa di interesse, una relazione statistica semplice (Weiss et al., 2020) 

tipicamente validata sfruttando procedure indirette supportate da valutazioni in situ (Xue & 

Su, 2017). Queste valutazioni possono riguardare semplici analisi visive come per il 

rilevamento di stress biotici (Albetis et al., 2017), piuttosto che valutazioni di biomassa, LAI 

(Lelong et al., 2008) e contenuto di pigmenti (Peñuelas et al., 1993), relativamente alla stima 

di tratti quali vigore e sviluppo vegetativo, come pure misure di conduttanza stomatica o di 

potenziale idrico per l’analisi dello stato idrico della vegetazione (Bellvert et al., 2014), con il 

fine ultimo di definire statisticamente la correttezza del modello impiegato nonché la tendenza 

dell’indice spettrale analizzato a cambiare in funzione della variabile posta ad analisi (Pu & 

Cheng, 2015; van der Meer, 2004). In taluni casi vengono a tale scopo impiegati sistemi di 

misura prossimali (Huang et al., 2021; Tokekar et al., 2016) per i quali, si sottolinea, è 

opportuno verificare che abbiano caratteristiche analoghe a quelle dei sistemi impiegati per le 

operazioni di telerilevamento aereo e mantenendo un paragonabile angolo di osservazione, 

potendo così eseguire valutazioni su un campione di piante sentinella georeferenziate (Xue & 

Su, 2017). 
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2.6.3 Normalized Difference Vegetation Index 

Tra i VI più noti e diffusi il normalized difference vegetation index (NDVI) viene citato 

(Bulcock & Jewitt, 2010) sia nell’ambito delle applicazioni satellitari (Berner et al., 2011) che 

nel campo dei SAPR (Gago et al., 2015); NDVI fu proposto da Rouse et al. (1974), e 

rappresenta matematicamente il rapporto normalizzato dei valori di riflettanza nel visibile 

(VIS) e nel vicino infrarosso (NIR) (Walter et al., 2015) in accordo con la generica equazione 

in seguito riportata (eq. 3): 

𝑁𝐷𝑉𝐼 =
𝑁𝐼𝑅 − 𝑉𝐼𝑆

𝑁𝐼𝑅 + 𝑉𝐼𝑆
                    𝑒𝑞. 3 

Il calcolo esatto di NDVI, con riferimento alle bande spettrali effettivamente impiegate, 

dipende dal sensore utilizzato e dagli obiettivi dello studio, tuttavia, nel campo del visibile 

(VIS) la riflettanza nel rosso (RED) è comunemente impiegata (Costa et al., 2020; Huete et 

al., 2002; Tucker, 1979) potendo quindi riscrivere: 

𝑁𝐷𝑉𝐼 =
𝑁𝐼𝑅 − 𝑅𝐸𝐷

𝑁𝐼𝑅 + 𝑅𝐸𝐷
                   𝑒𝑞. 4 

Oltre alla forma in eq. 4 che coinvolge ρNIR e ρRED spesso il calcolo prende in considerazione 

la riflettanza nel verde (GREEN) anziché nel rosso ottenendo la forma nota come green 

normalized difference vegetation index (GNDVI) (eq. 5) (Mulla, 2013); GNDVI viene citato 

per una maggiore sensibilità alla concentrazione di Chla+b ed assume valori compresi tra 0 e 

1,0 (Candiago et al., 2015). 

𝐺𝑁𝐷𝑉𝐼 =
𝑁𝐼𝑅 − 𝐺𝑅𝐸𝐸𝑁

𝑁𝐼𝑅 + 𝐺𝑅𝐸𝐸𝑁
          𝑒𝑞. 5 

Si ritiene che i canali spettrali RED e NIR contengano più del 90% dell’informazione 

spettrale della vegetazione (Baret et al., 1989) e sono pertanto ubiquitari nell’ambito dei 

sistemi di RS (Giovos et al., 2021); NDVI trova correlazione con la concentrazione fogliare di 

Chla+b essendo che questi mostrano un massimo di riflettanza nel NIR, pertanto più alta è la 

concentrazione di Chla+b più la radiazione riflessa risulterà impoverita nel NIR ed arricchita 

nel RED facendo quindi tendere il rapporto delle riflettanze a valori più alti (McKellip et al., 

2005); in particolare il calcolo dell’NDVI restituisce dei valori adimensionali che si collocano 

nel range compreso tra -1 e 1 (Meneses-Tovar, 2011). A titolo indicativo si può affermare che 

valori negativi sono tipici di corpi idrici mentre sono prossimi a zero per superfici prive di 

Chla+b (e.g. sabbia, superfici rocciose) infine sono positivi per le superfici dotate di Chla+b 

vegetali (Jones & Vaughan, 2010); in quest’ultimo caso il valore assunto da NDVI è definito 
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in dipendenza del contenuto di clorofilla della superficie vegetale (Pastor-Guzman et al., 

2015): valori più prossimi a 1, secondo Daglio et al. (2022) indicativamente intorno 0,75, 

indicano la presenza di vegetazione sana mentre valori più bassi indicano la parziale perdita di 

clorofilla imputabile a fattori di stress di diverso genere (Hossain et al., 2010) (fig. 15). 

 

Fig. 15. Variazioni dei valori di NDVI in dipendenza di diverse condizioni fisiologiche dell’individuo vegetale: stato 

sanitario normale (sinistra), stato sanitario fortemente alterato (destra) (ESA – Eduspace EN – Global Change – 

Vegetation Indices (https://www.esa.int/SPECIALS/Eduspace_Global_IT/SEMXMWSWT1H_0.html). 

 

La possibilità di discriminare superfici di natura diversa rende l’utilizzo di NDVI utile ad 

esempio per scopi di classificazione della copertura del suolo (Defries & Townshend, 2007) o 

di vegetation masking (Primicerio et al., 2015), inoltre la tendenza di tale VI a variare in 

funzione della concentrazione di Chla+b rende lo stesso NDVI in grado di correlarsi ad un 

ampio numero di parametri fisiologici e produttivi (Huang et al., 2021) essendo in effetti l’uso 

di NDVI citato ad esempio nella stima di LAI (Carlson & Ripley, 1997; Thenkabail et al., 

2000), biomassa (Goswami et al., 2015), stadio fenologico (Hmimina et al., 2013), rese 

produttive (Kyratzis et al., 2015; Quarmby et al., 1993), entità di stress biotici (Sandmann et 

al., 2018), entità di stress abiotici (Cogato et al., 2019). 

Occorre considerare che, quando questo VI viene valutato a livello di chioma, i valori di 

NDVI non identificano esclusivamente le caratteristiche compositive della superficie ma 

anche il movimento e l’angolazione delle foglie (Gitelson et al., 2014) nonché le variazioni 



32 
 

nell’organizzazione strutturale della chioma in grado di esporre il suolo (Daughtry et al., 

2000). 

2.6.4 Limiti all’utilizzo degli indici vegetativi 

Nonostante i VI furono inizialmente stati proposti con il fine di estrarre il segnale spettrale 

puro delle strutture vegetali (Jackson & Huete, 1991), nelle condizioni reali diversi fattori si 

sono dimostrati capaci di alterare in modo complesso il comportamento degli stessi VI: 

geometria solare (Galvão et al., 2013; Middleton, 1991), angolo di osservazione (Galvão et 

al., 2009), condizioni atmosferiche (Hadjimitsis et al., 2010), architettura della chioma (Goel 

& Qin, 1994), caratteristiche della sensoristica (Teillet et al., 1997) sono alcune tra le 

condizioni in grado di influenzare, con effetti diversi, ciascun VI. Secondo Huang et al. 

(2021), l’effetto di tali condizioni è all’origine di variabilità dei dati ovvero, 

complementarmente, di una ridotta ripetibilità; non esistono cioè due immagini spettrali, che 

siano tra loro perfettamente sovrapponibili e questo per estensione è valido anche per i 

prodotti da esse derivati (e.g. mappe NDVI); pur confermando il grande potenziale che deriva 

dall’impiego dei VI, gli stessi autori sottolineano come il successo di tali strumenti sia 

vincolato a qualità dei dati spettrali e capacità di interpretazione degli stessi. 

2.6.5 Indici vegetativi composti 

Per ridurre l’effetto di variabili diverse da quella oggetto di studio con il fine ultimo di 

ottenere un miglioramento di accuratezza dei risultati ottenuti i diversi VI vengono talvolta 

considerati nelle loro possibili combinazioni (Eitel et al., 2008; Kerkech et al., 2018; Xu et al., 

2019). Tale possibilità fu originariamente introdotta per ridurre l’influenza del LAI sulla 

determinazione del contenuto fogliare di clorofilla (Daughtry et al., 2000); successivamente, 

ulteriori casistiche hanno dimostrato la validità dell’utilizzo di VI composti, per esempio 

Mahlein et al. (2010) sono riusciti a differenziare tre differenti patologie della barbabietola 

utilizzando due o più indici in combinazione mentre l’indice composto TCARI/OSAVI è stato 

proposto per la capacità di migliorare la sensibilità alla concentrazione di Chla+b, riducendo 

significativamente l’effetto di fonti di disturbo (e.g. geometria solare, vigore vegetativo, 

effetti di riflessione del suolo), le quali invece condizionano maggiormente le prestazioni 

dello stesso TCARI se questo viene impiegato in forma non combinata con OSAVI, in 

maniera particolarmente evidente a basse concentrazioni di Chla+b (Haboudane et al., 2002). 
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2.7 APPLICAZIONI DEGLI INDICI VEGETATIVI 

Inizialmente associato alla classificazione delle coperture del suolo, il significato pratico dei 

VI è evoluto con la possibilità di ottenere indicazioni qualitative ed entro certi limiti 

quantitative rispetto a definiti parametri di interesse (Giovos et al., 2021). Ad ogni modo lo 

sviluppo di nuovi indici spettrali è di norma previsto sulla base di specifiche necessità 

applicative (Xue & Su, 2017) e sul piano pratico è pertanto utile distinguere i diversi VI sulla 

base delle applicazioni per le quali gli stessi vengono proposti (IDB - Index DataBase). 

Secondo una review di Giovos et al. (2021) sull’impiego dei VI in viticoltura, le applicazioni 

di maggiore interesse riguardano tratti raggruppabili nelle seguenti 5 categorie: (i) pigmenti 

clorofilliani, (ii) altri pigmenti, (iii) parametri biofisici, (iv) biomassa, (v) stato idrico (tab. 2). 

Nonostante l’alto potere esplicativo insieme a semplicità di calcolo, la facile reperibilità di 

dati spettrali e la lunga storia di utilizzo abbiano guidato una ampia diffusione di NDVI, 

questo non rappresenta l’unico VI a disposizione né una soluzione universalmente valida 

(Huang et al., 2021). Ad esempio, il Modified Chlorophyll Absorption in Reflectance Index 

(MCARI) prende in considerazione le componenti spettrali del verde fornendo informazioni 

anche sulla densità della chioma poiché la radiazione luminosa alle lunghezze d’onda del 

verde viene riflessa anche dagli strati più profondi della chioma stessa riuscendo a penetrare 

negli strati superiori (Walter et al., 2015). Il Soil Adjusted VI (SAVI) è impiegato per ottenere 

una compensazione degli effetti del suolo in quelle aree in cui la copertura vegetale è ridotta e 

la superficie del suolo è esposta; i valori assunti da SAVI sono compresi tra -1,0 e 1,0, e nel 

calcolo di questo VI è previsto il parametro L che può essere definito in funzione delle 

caratteristiche della copertura vegetale impiegando valori compresi tra -1,0 e 1,0, utilizzando 

valori bassi in condizioni di alta densità delle coperture vegetali (se L = 0 allora SAVI = 

NDVI) o valori crescenti per vegetazione sparsa (Huete, 1988). In condizioni standard si 

suppone L sia prossimo a 0,5 (Xue & Su, 2017); siccome il parametro L dovrebbe variare in 

modo inversamente proporzionale alla copertura vegetale, viene sostituito da una funzione 

variabile ricavando modified SAVI (MSAVI) e riducendo l’influenza del suolo nudo (Qi et al., 

1994). Infine, secondo Zhang et al. (2015), i valori RDVI ed MSAVI sono significativamente 

ridotti dalla presenza di zone d’ombra e pertanto il loro utilizzo può essere proposto per 

identificare pixel affetti dalla presenza di ombre. 
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Tab. 2. Indici vegetativi; si noti che B = ρblue (430-500 nm); G = ρgreen (500-560 nm); R = ρred (620-670 nm); RE = ρred-

edge (670-720nm); NIR = ρNIR (720-1200nm); SWIR1 = ρSWIR1 (1195-1225 nm); SWIR2 = ρSWIR2 (1550-1590nm); una più 

estesa presentazione degli indici vegetativi utilizzati in viticoltura è stata proposta da Giovos et al. (2021). 

ID Indice Formula Indicazione Fonte 

1 CIgreen 

(Cholophyll Index 

Green) 

(𝑁𝐼𝑅/𝐺) − 1 Clorofilla Jiménez-Brenes et al. 

(2019) 

2 ClREDEDGE 

(Chlorophyll Index Red 

Edge) 

(𝑁𝐼𝑅/𝑅𝐸) − 1 Clorofilla Albetis et al. (2018) 

3 CVI 

(Chlorophyll VI) 

𝑁𝐼𝑅 ∗ (𝑅/𝐺2) Clorofilla Datt et al. (2003) 

 

4 DVI 

(Difference VI) 

NIR – R Biomassa Richardson & Everitt 

(1992) 

5 EVI2 

(Enhanced Vegetation 

Index2) 

2.5 ∗
𝑁𝐼𝑅 − 𝑅

(𝑁𝐼𝑅 + 2,4 ∗ 𝑅 + 1)
 

Biomassa Potopová et al. 

(2020) 

6 G/R 

(Green Index) 

𝐺/𝑅 Pigmenti Courel et al. (1991) 

7 Gitleson cl1 

 

((1/𝐺) − 1)/𝑁𝐼𝑅) ∗ 𝑁𝐼𝑅 Clorofilla Kandylakis et al. 

(2016) 

8 Gitleson cl2 

 

((1/𝑅𝐸) − 1)/𝑁𝐼𝑅) ∗ 𝑁𝐼𝑅 Clorofilla Kandylakis et al. 

(2016) 

9 GNDVI 

(Green NDVI) 

(NIR – G)/(NIR + G) Biomassa Gitelson et al. (1996) 

10 GRVI 

(Green-red VI) 

(R – G)/(R + G) Biomassa Motohka et al. (2010) 

11 MCARI 

(Modified Chlorophyll 

Absorption in 

Reflectance Index) 

((𝑅𝐸 − 𝑅) − 0,2 ∗ (𝑅𝐸 − 𝐺)) ∗ (𝑅𝐸/𝑅) Clorofilla Daughtry et al. 

(2000) 

Mulla (2013) 

 

12 MCARI1 

 

1,2 ∗ (2,5 ∗ (𝑁𝐼𝑅 − 𝑅) − 1,3 ∗ (𝑁𝐼𝑅 − 𝐺)) Clorofilla Haboudane et al. 

(2004) 

13 MGRVI 

(Modified Green Red 

Vegetation Index) 

(𝐺2 − 𝑅2)/(𝐺2 + 𝑅2) Pigmenti Pádua et al. (2018) 

Brunori et al., (2020) 

14 MRVI 

(Modified Normalized 

Difference Vegetation 

Index) 

(𝑅 − 1)/(𝑁𝐼𝑅 − 1) Biomassa Jiménez-Brenes et al. 

(2019) 

15 MSAVI 

(Modified Soil Adjusted 

VI) 

2 ∗ 𝑁𝐼𝑅 + 1 − √(2 ∗ 𝑁𝐼𝑅 + 1)2 − 8 ∗ (𝑁𝐼𝑅 − 𝑅)

2
 

Clorofilla Qi et al. (1994) 

Mulla (2013) 

16 MSR 

(Modified Simple Ratio) 

((NIR/R) – 1)/√((𝑁𝐼𝑅/𝑅) + 1) Biomassa 

Parametri 

biofisici 

Baluja et al. (2012) 

17 MTVI1 

(Modified Triangular VI 

1) 

1,2 ∗ (1,2 ∗ (𝑁𝐼𝑅 − 𝐺) − 2,5 ∗ (𝑅 − 𝐺)) Clorofilla Rey-Caramés et al. 

(2015) 

Zarco-Tejada et al. 

(2010) 

18 NDRE 

(Normalized Difference 

Red Edge Index) 

(𝑁𝐼𝑅 − 𝑅𝐸)/(𝑁𝐼𝑅 + 𝑅𝐸) Clorofilla Romero et al. (2018) 
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Tab. 2. Continua 

ID Indice Formula Indicazione Fonte 

18 NDRE 

(Normalized Difference 

Red Edge Index) 

(𝑁𝐼𝑅 − 𝑅𝐸)/(𝑁𝐼𝑅 + 𝑅𝐸) Clorofilla Romero et al. (2018) 

19 NDVI 

(Normalized difference 

VI) 

(NIR – R)/(NIR + R) Biomassa 

 

Rouse Jr et al. (1974) 

Mulla (2013) 

20 NGRDI 

(Normalized difference 

green/red index) 

(𝐺 − 𝑅)/(𝐺 + 𝑅) Pigmenti Jiménez-Brenes et al.  

(2019) 

21 NIR – G 

 

𝑁𝐼𝑅 − 𝐺 Parametri 

biofisici 

Jiménez-Brenes et al. 

(2019) 

22 NIR/G index 

 

𝑁𝐼𝑅/𝐺 Parametri 

biofisici 

Jiménez-Brenes et al. 

(2019) 

23 NLI 

(Nonlinear vegetation 

index) 

(NIR2 – R)/(NIR2 + R) Biomassa Jiménez-Brenes et al. 

(2019) 

24 OSAVI 

(Optimal Soil Adjusted 

VI) 

(1 + 0,16) ∗ ((𝑁𝐼𝑅 − 𝑅)/(𝑁𝐼𝑅 + 𝑅 + 0.16)) Clorofilla Rondeaux et al. 

(1996) 

Sivanandam & 

Lucieer (2022) 

25 PRSI 

(Plant Senescence 

Reflectance Index) 

(𝑅 − 𝐺)/𝑅𝐸 Carotenoidi/

clorofilla 

Merzlyak et al. 

(1999)  

Sivanandam & 

Lucieer (2022) 

26 PVI 

(Perpendicular VI) 
(NIR – aR – b)/√(𝑎2 + 1) Biomassa Hadizadeh et al. 

(2020) 

27 R/G 

Simple ratio red/green 

R/G Pigmenti Jiménez-Brenes et al. 

(2019) 

28 RDVI 

(Renormalized 

Difference VI) 

(NIR – R)/√(𝑁𝐼𝑅 + 𝑅) Biomassa Roujean & Breon 

(1995) 

29 REGI 

(Red-edge Green Index) 

(𝑅𝐸 − 𝐺)/(𝑅𝐸 + 𝐺) Pigmenti 

Clorofilla 

Albetis et al. (2018) 

30 RERI 

(Red-edge Red Index) 

(𝑅𝐸 − 𝑅)/(𝑅𝐸 + 𝑅) Pigmenti 

Clorofilla 

Albetis et al. (2018) 

31 RVI 

(Ratio Vegetation Index) 

𝑅/𝑁𝐼𝑅 Biomassa Jiménez-Brenes et al. 

(2019) 

32 SR 

(Simple Ratio) 

NIR/R Clorofilla Birth & McVey 

(1968) 

33 TCARI 

(Transformed chlorophyll 

absorption in reflectance) 

3 ∗ (((𝑅𝐸 − 𝑅) − 0,2 ∗ (𝑅𝐸 − 𝐺)) ∗ (𝑅𝐸/𝑅)) Clorofilla Haboudane et al. 

(2002) 

34 TCARI/OSAVI 

 

𝑇𝐶𝐴𝑅𝐼/𝑂𝑆𝐴𝑉𝐼 Clorofilla Haboudane et al. 

(2002) 

35 TVI2 

(Triangular VI 2) 

0,5 ∗ (120 ∗ (𝑁𝐼𝑅 − 𝐺) − 200 ∗ (𝑅 − 𝐺)) Bomassa 

Pigmenti 

Brook et al. (2020) 

Zarco-Tejada et al. 

(2005) 
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Tab. 2. Continua 

ID Indice Formula Indicazione Fonte 

36 VIF 𝑁𝐼𝑅/(𝑁𝐼𝑅 + 𝑅) Biomassa Giovos et al. (2021) 

37 CIVE 

(Color Index of 

Vegetation) 

0,441 ∗ 𝑅 − 0,811 ∗ 𝐺 + 0,385 ∗ 𝐵 + 18,78745 Pigmenti Jiménez-Brenes et al. 

(2019) 

38 ExB 

(Excess Blue) 

1,4 ∗ 𝐵 − 𝐺 Pigmenti Jiménez-Brenes et al. 

(2019) 

39 ExG 

(Excess Green) 

(2*G – R – B)/(R + G + B) Pigmenti Woebbecke et al. 

(1995) 

40 ExGR 

(Excess Green-Red) 

ExG – ExR Pigmenti Meyer & Neto (2008) 

41 ExR 

(Excess Red) 

(1,4*R –  G)/(R + G + B) Pigmenti Meyer et al. (1999) 

42 NGBDI 

(Normalized green-blue 

difference index 

(𝐺 − 𝐵)/(𝐺 + 𝐵) Pigmenti Pádua et al. (2018) 

43 NPCI 

(Normalized Pigment 

Chlorophyll Index) 

(𝐵 − 𝑅)/(𝐵 + 𝑅) Pigmenti 

Clorofilla 

Jiménez-Brenes et al. 

(2019) 

Zarco-Tejada et al. 

(2005) 

44 NPCI2 

(Normalized Pigment 

Chlorophyll Index 2) 

(𝑅 − 𝐵)/(𝑅 + 𝐵) Clorofilla Giovos et al. (2021) 

45 TGI 

(Triangular greenness 

index) 

𝐺 − 0,39 ∗ 𝑅 − 0,61 ∗ 𝐵 Pigmenti Pádua et al. (2018) 

46 ARI 

(Anthocyanin Content 

Index) 

𝐺−1 − 𝑅𝐸−1 Antociani Gitelson et al. (2006) 

47 GVMI 

(Global Vegetation 

Moisture Index) 

(𝑁𝐼𝑅 + 1) − (𝑆𝑊𝐼𝑅 + 0,02)

(𝑁𝐼𝑅 + 1) + (𝑆𝑊𝐼𝑅 + 0,02)
 

Contenuto 

idrico 
Giovos et al. (2021) 

48 MSI 

(Moisture Stress Index) 

𝑆𝑊𝐼𝑅/𝑁𝐼𝑅 Contenuto 

idrico 

Giovos et al. (2021) 

49 NDWI 

(Normalized Difference 

Water Index) 

(𝑁𝐼𝑅 − 𝑆𝑊𝐼𝑅2)/(𝑁𝐼𝑅 + 𝑆𝑊𝐼𝑅2) Contenuto 

idrico 

Giovos et al. (2021) 

50 SIPI  

(Structure Insensitive 

Pigment Index) 

(𝑁𝐼𝑅 − 𝐵)/(𝑁𝐼𝑅 + 𝑅) Carotenoidi 

Carotenoidi/

clorofilla 

Zarco-Tejada et al. 

(2005) 

51 SIWSI 

(Shortwave Infrared 

Water Stress Index) 

(𝑁𝐼𝑅 − 𝑆𝑊𝐼𝑅1)/(𝑁𝐼𝑅 + 𝑆𝑊𝐼𝑅1) Contenuto 

idrico 

Giovos et al. (2021) 

52 SWIRR 

(Shortwave infrared 

ratio) 

SWIR1/SWIR2 Contenuto 

idrico 

Giovos et al. (2021) 

53 VARI 

(Visible Atmospherically 

Resistant Index) 

(𝐺 − 𝑅)/(𝐺 + 𝑅 − 𝐵) Pigmenti Jiménez-Brenes et al. 

(2019) 
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In effetti molti VI sono oggi disponibili per la stima di diversi parametri di interesse (Mulla, 

2013); nonostante ciò, secondo un recente lavoro di Giovos et al. (2021), rispetto all’utilizzo 

di VI in viticoltura solo alcuni di questi trovano un significativo impiego i.e. NDVI, GNDVI, 

MSR, SR, MSAVI ed RDVI. 

Più in dettaglio, sempre in accordo con lo stesso lavoro di Giovos et al. (2021), la maggior 

parte dei VI si focalizza sul rilevamento di biomassa e densità di vegetazione con finalità di 

segmentazione dei filari e monitoraggio dell’area fogliare (e.g. NDVI, EVI, SAVI, MSAVI) 

altri vengono impiegati per la stima di concentrazione fogliare di Chla+b con il fine di rilevare 

stato di salute e stadio fenologico della vegetazione (e.g. CLREDEDGE, MCARI, MTVI1) 

oppure per la stima di altri pigmenti fogliari (e.g. PRI, ExB, ExG, ExR) principalmente con 

funzione di indicatore di stress biotici; infine una serie di VI che contengono informazioni nel 

NIR o SWIR sono stati proposti per la valutazione dello stato idrico delle piante (NDWI, 

SIWSI, GVMI, MSI). 

2.7.1 Monitoraggio fattori di stress 

La possibilità di identificazione di situazioni di stress tramite tecnologie di RS è messa in luce 

dal fatto che l’esposizione della pianta ad un generico fattore di stress si esplica normalmente 

con modificazioni biofisiche e biochimiche dei tessuti colpiti (e.g. alterazione dei fenomeni 

fotosintetici) (Balachandran et al., 1997; Hectors et al., 2007), determinando in ultima analisi 

una variazione delle proprietà ottiche della superficie vegetale (Al-Saddik et al., 2018; 

Calamita et al., 2021; di Gennaro et al., 2016). 

Alcuni autori sottolineano tuttavia che con l’uso di tecniche di RS, la diagnosi nella maggior 

parte dei casi viene a basarsi sulla valutazione di quella che è la risposta della pianta allo 

stress, piuttosto che su una valutazione diretta del fattore di stress stesso (Jones & Vaughan, 

2010); è comune, ad esempio, valutare lo stato di azoto-carenza sulla base del contenuto 

fogliare di Chla+b il cui decremento è indicazione tuttavia della risposta della pianta alla 

carenza nutrizionale, piuttosto che dello stress nutrizionale in sé (Baret & Buis, 2008; 

Ramoelo et al., 2015). Da ciò derivano difficoltà nella discriminazione di quei fattori di stress 

i quali, pur diversi, danno luogo a simili risposte della pianta interessata (Albetis et al., 2018; 

Cruz et al., 2019; Zhao et al., 2022). Per tale motivo, sebbene comunemente la valutazione 

dello stato della vegetazione avvenga attraverso un approccio empirico basato sulla 

correlazione tra indici vegetativi e parametri biofisici o biochimici (Ramoelo et al., 2015), 

secondo Hatfield et al. (2008) comprensione e conoscenza delle relazioni fisiologiche che si 
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esplicano a livello fogliare rimangono di fondamentale propedeuticità al fine di poter 

interpretare determinate variazioni spettrali. 

Secondo Hunt and Daughtry (2017) si possono identificare tre problemi generali nel RS dei 

fattori di stress della vegetazione ovvero (1) accuratezza dell’identificazione, (2) capacità di 

monitoraggio, (3) automatizzazione dei processi di controllo. 

2.7.2 Monitoraggio del mal dell’esca della vite 

Tra le ampelopatie globalmente più diffuse ed economicamente impattanti il complesso del 

mal dell’esca della vite (ED) viene citato (fig. 16) (Dewasme et al., 2022; Guerin-Dubrana et 

al., 2019). Le diverse varietà di vite (Vitis vinifera L.) mostrano differenti livelli di 

suscettibilità ad ED tuttavia, stando alle conoscenze attuali, nessuna cultivar né specie 

appartenenti al genere Vitis  mostra completa resistenza ad ED (Guan et al., 2016) il che è 

aggravato dall’assenza di efficaci possibilità curative di effettiva fruibilità (Bruez et al., 2021) 

e ad oggi, nonostante vengano proposte diverse soluzioni di prevenzione (Roblin et al., 2019), 

una delle strategie più efficaci è rappresentata dal continuo monitoraggio dello stato sanitario 

del vigneto con il fine di limitare la diffusione dei patogeni associati ad ED (Mondello et al., 

2018) la quale avviene attraverso la dispersione di spore tramite sia pioggia che vento 

(Fontaine et al., 2016). 

 

Fig. 16. Alcune sintomatologie caratteristiche del mal dell’esca della vite su vitigno a bacca bianca; aspetto della 

chioma di pianta gravemente affetta da ED (a), dettaglio delle tigrature fogliari (b), manifestazione apoplettica (c) 

(Fontaine et al., 2016).  

 

Nonostante ciò, una valutazione quantitativa ripetuta della presenza di focolai non è 

normalmente svolta, anche considerato la ridotta efficacia delle tradizionali attività di 

monitoraggio in quanto, basandosi queste su valutazioni visive, si svantaggiano di soggettività 

e forte dispendio di tempo (Al-Saddik et al., 2019; Psirofonia et al., 2017) portando peraltro 
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normalmente a sottostimare l’incidenza di ED data la pronunciata variabilità temporale che 

caratterizza il periodo di latenza durante il quale non è possibile l’identificazione visiva delle 

stesse (Sosnowski et al., 2011). Al contrario, le tecniche di RS si propongono con la 

potenzialità di individuare in modo rapido la precisa posizione delle piante sintomatiche 

(Albetis et al., 2017; Al-Saddik et al., 2019; Daglio et al., 2022) e, potendo investigare regioni 

dello spettro elettromagnetico non visibili all’occhio umano, aprire alla possibilità di una 

identificazione anche precoce delle patologie vegetali, rendendo l’intervento in campo più 

rapido nonché maggiormente efficace (di Gennaro et al., 2016).  

Con ED, ci si riferisce ad un complesso di patologie causate da un ampio numero di specie 

fungine a sviluppo xilematico (Mugnai et al., 1999). I sintomi fogliari tipici dell’interazione 

(e.g. punti clorotici internervali, tigrature fogliari) (fig. 16b) sono associati a chiusura 

stomatica, alterazione dell’apparato fotosintetico e attività fitotossica degli agenti di malattia 

(Fontaine et al., 2016); lenta ripresa vegetativa e scarso vigore possono essere associati al 

ridotto accumulo di riserve di carboidrati rilevabile durante il periodo invernale a livello degli 

organi permanenti di piante sintomatiche (Petit et al., 2006). Le condizioni climatiche 

dell’ambiente di coltivazione sono in grado di influenzare in modo significativo l’espressione 

dei sintomi, ed in particolare le precipitazioni di inizio estate sembrano accompagnare una più 

evidente apparenza degli stessi (Calzarano et al., 2018). La manifestazione della forma 

apoplettica, individuata dal parziale o totale disseccamento della chioma (fig. 16c), sembra 

essere invece legata a disfunzioni del sistema xilematico che vengono ad evidenziarsi con tale 

sintomatologia specie in condizioni di buona disponibilità idrica accompagnate da 

temperature stagionali elevate in grado di indurre un forte disequilibrio tra traspirazione ed 

assorbimento idrico (Surico et al., 2006). 

A livello spettrale le principali alterazioni che interessano gli organi fogliari sintomatici sono 

evidenziabili nel NIR, in conseguenza della disorganizzazione cellulare accompagnata 

dall’accumulo di tossine di origine fungina, oltre che range del VIS (fig. 17) come risultato di 

un decremento nella concentrazione di Chla+b, con particolare riferimento alla clorofilla b 

(Junges et al., 2018) ad accompagnare un incremento del rapporto clorofilla a/b (Santos et al., 

2005). Al contrario, la concentrazione di carotenoidi tende a rimanere stabile (Petit et al., 

2006), il rapporto carotenoidi/clorofilla tende così ad aumentare significativamente in piante 

affette da ED (García et al., 2022) in modo analogo a quanto si verifica con l’avvio dei 

processi di senescenza fogliare (Anderegg et al., 2020; Merzlyak et al., 1999). Secondo 

Junges et al. (2018), le variazioni relative dei valori di ρNIR tipico di piante affette da ED, in 
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fasi prossime alla chiusura del ciclo vegetativo, non risulta chiaramente distinguibile da 

quello tipico di organi fogliari in fase di senescenza.  

 

Fig. 17. Comportamento spettrale medio di un gruppo di foglie asintomatiche (curva verde) e con sintomi di ED 

(curva rossa) del vitigno a bacca nera Cabernet Sauvignon (rielaborato da Al-Saddik et al., 2018). 

 

Secondo alcuni autori già in fasi pre-sintomatiche, gli organi interessati possono evidenziare 

accumulo epidermico di polifenoli (di Gennaro et al., 2016), ma anche alterazioni delle 

funzionalità fotosintetiche ed in generale espressione di geni di difesa per poi amplificare 

queste risposte durante la fase di espressione dei sintomi (Magnin-Robert et al., 2011); 

L’identificazione precoce sembra dunque essere possibile e, a livello fogliare, l’analisi dello 

spettro elettromagnetico nelle zone più sensibili alla concentrazione di Chla+b i.e. green (520-

550 nm) e red edge (intorno a 700 nm) evidenziano nelle prime fasi dell’interazione pianta-

patogeno un comportamento spettrale distinguibile da quello normale, tipico della 

vegetazione sana (Junges et al., 2018). Di Gennaro et al. (2016), impiegando SAPR, hanno 

estratto NDVI, da immagini multispettrali, per evidenziare le differenze spettrali tra piante 

sane e piante asintomatiche riuscendo a prevedere la comparsa dei sintomi con 2-3 settimane 

di anticipo rispetto alla manifestazione visiva dei sintomi, confermando il potenziale di 

identificazione precoce di alterazioni a carico dell’apparato fotosintetico, pur sottolineando i 

limiti dell’approccio impiegato, essenzialmente legati all’incapacità di discriminazione 

rispetto a cause di stress in grado di provocare simili modificazioni. Simili difficoltà 

emergono dal lavoro di Albetis et al. (2018) nel quale, sempre rispetto all’analisi di immagini 

multispettrali da SAPR, se effettivamente alcuni VI, i.e. RGI, GVRI, CI e NDRE, hanno 
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fornito promettenti risultati nei termini di una identificazione delle piante malate, seppur con 

una tendenza a dimostrare maggiore efficacia per livelli di infezione superiori al 50%, gli esiti 

sono stati al contrario non soddisfacenti quando all’attenzione si è posta la possibilità di 

discriminare due avversità, i.e. ED e flavescenza dorata le quali, pur di natura diversa, 

conducono a simili variazioni dei pigmenti fogliari. Difficoltà di discriminazione sono state 

evidenziate anche relativamente all’uso di VI clorofilla e struttura dipendenti in situazioni di 

basso vigore vegetativo (Daglio et al., 2022).  

Tali considerazioni condurrebbero, ai fini di una applicazione pratica, alla necessità che le 

informazioni ottenute dai sistemi di identificazione vengano ad essere completate da un 

sopralluogo tecnico per confermare gli interventi necessari riducendo tuttavia l’efficienza del 

monitoraggio (Bendel et al., 2020).  

Una prima possibilità, esplorata da Kerkech et al. (2018) per evitare la confusione dovuta alla 

presenza di vegetazione affetta da stress di natura diversa, è stata quello di combinare 

l’informazione spettrale di vari VI estratti da immagini RGB ottenute da SAPR con tecniche 

di deep learning per classificare i pixel, anziché in modo binario (sano/malato), in quattro 

classi vegetative i.e. (i) suolo, (ii) vegetazione sana, (iii) vegetazione potenzialmente affetta 

da ED, (iv) vegetazione affetta da ED; segregando i possibili fattori di confusione in una 

classe a sé stante, Kerkech et al. (2018) hanno raggiunto, combinando l’informazione degli VI 

ExG, ExR, ExGR, una accuratezza del 95,8 % nella classe “vegetazione affetta da ED” (fig. 

18).  

 

Fig. 18. Mappa di identificazione di ED generata tramite processi di classificazione; le delimitazioni bianche 

identificano zone vegetative affette da ED (Kerkech et al., 2018). 
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Infine, l’uso di tecnologie iperspettrali viene spesso proposto come possibilità per 

caratterizzare il comportamento spettrale della vegetazione individuando specifici tratti 

spettrali in grado di identificare in modo pressoché univoco il fattore di stress oggetto di 

analisi (di Gennaro et al., 2016). La fattibilità di tale approccio è già stata dimostrata, e ad 

esempio Mahlein et al. (2010) hanno evidenziato differenze spettrali tali da rendere possibile 

la discriminazione di tre malattie fungine attraverso la combinazione di due o più indici 

vegetativi; i risultati ottenuti a livello fogliare con tecnologie di HSI da diversi autori 

sembrano confermare come anche l’interazione dei patogeni di ED con l’ospite vegetale vada 

a generare delle firme spettrali chiaramente distinguibili da quelle di individui sani, sia nel 

VNIR che nello SWIR (Al-Saddik et al., 2018; Bendel et al., 2020; Junges et al., 2018). Sulla 

base di simili considerazioni, alcuni autori hanno considerato le tecnologie HS con il fine di 

identificare specifiche lunghezze d’onda che risultino sufficientemente sensibili all’attività dei 

patogeni associati a ED, da consentire l’identificazione di aree affette (Bendel et al., 2020; 

Junges et al., 2020; Pérez-Roncal et al., 2022). 

In particolare, dai lavori di Bendel et al. (2020) emerge che a livello prossimale 

l’identificazione iperspettrale, anche precoce, sembra possibile mantenendo livelli di 

accuratezza sufficienti particolarmente nello SWIR, sebbene con dei limiti alla possibilità di 

trasferire spazialmente e temporalmente le relazioni ottenute; risultati relativamente più stabili 

sembrano ottenibili nel VNIR.  

Sempre secondo gli stessi autori, oltre a garantire una migliore efficienza computazionale e di 

elaborazione, la selezione di bande spettrali significative da utilizzare con un approccio 

multispettrale, sembra essere una strategia utile per migliorare le prestazioni della 

classificazione in sostituzione all’impiego dell’intera regione iperspettrale. Nonostante ciò, 

l’accuratezza di classificazione diminuisce significativamente quando l’analisi viene proposta 

a livello aereo tanto maggiormente quanto meno evidente è la manifestazione dei sintomi, con 

la necessità, in questo caso, di impostare delle strategie per migliorare la stessa 

classificazione, ad esempio impiegando immagini da SAPR ottenute ad angolazioni minori 

così da catturare lateralmente la chioma nei sistemi in parete o, come proposto da Albetis et 

al. (2018) agendo sulla quota di volo per incrementare la risoluzione spettrale delle immagini. 

2.7.3 Monitoraggio dello stress idrico 

Un indicatore sistematicamente considerato nella valutazione dello stato idrico della pianta è 

il potenziale idrico (Ψ) misurato con camere a pressione (Girona et al., 2006) tuttavia, 
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nonostante questa modalità consenta di ottenere risultati di grande accuratezza (Scholander et 

al., 1964), l’applicabilità su vaste aree e con alta frequenza temporale risulta limitata dalla 

laboriosità connessa a tale modalità operativa, pertanto, per rispondere alle esigenze di 

rapidità e tempestività, l’impiego di sistemi di RS viene investigato (Ihuoma & Madramootoo, 

2017). 

Nelle piante di vite (Vitis vinifera L.), considerate sensibili allo stress idrico, un deficit idrico 

può già nel breve periodo influire sulla fisiologia della pianta stessa inducendo nelle fasi 

precoci dello stress una diminuzione della conduttanza stomatica e quindi un aumento della 

temperatura fogliare (Matese et al., 2018). Contestualmente, l’aumento stesso della resistenza 

stomatica determina un decremento della concentrazione sottostomatica di CO2 (Flexas et al., 

2002) e, dato il ridotto tasso di assimilazione di CO2, la EMR assorbita dalla foglia, non 

potendo essere impiegata nelle reazioni fotochimiche di produzione dell’energia viene, al fine 

di ottenere una dissipazione dell’energia radiante in eccesso e quindi proteggere l’apparato 

fotosintetico da danni fotossidativi, deviata ad altri processi tra cui si citano emissione per 

fluorescenza (Demmig-Adams et al., 1996) e ciclo delle xantofille (Eskling et al., 1997). In 

quest’ultimo caso in particolare, viene innescata la conversione di violaxantina ad 

anteraxantina e zeaxantina, tramite processi di de-epossidazione, quindi lo stato dei 

carotenoidi può essere correlato alle riduzioni dell’efficienza fotosintetica che si verificano 

contestualmente alle condizioni di eccesso luminoso, inoltre queste reazioni sono facilmente 

reversibili quindi i cambiamenti sono osservabili su scala giornaliera (Demmig-Adams et al., 

1996).  

In considerazione del fatto che la presenza di forme de-epossidate (fotoprotettive) è 

responsabile del decremento dei valori di riflettanza intorno a 531 - 538 nm (fig. 19a), Gamon 

et al., (1992) hanno sviluppato il photochemical reflectance index (PRI), un VI a banda 

stretta, sensibile allo stato di de-epossidazione dei pigmenti dei pigmenti carotenoidi e quindi 

all’efficienza del processo di fotosintesi; essendo parte della radiazione luminosa in eccesso 

dissipata con il ciclo delle xantofille in situazioni di stress idrico. Suárez et al., (2008) hanno 

estratto PRI da immagini ottenute con SAPR dimostrando la sensibilità dello stesso VI alle 

variazioni giornaliere di parametri fisiologici correlati allo stato idrico della pianta, tra cui 

conduttanza stomatica (gs), potenziale idrico (Ψ) e differenza di temperatura tra chioma e aria 

(Tc–Ta). 
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Fig. 19. Variazioni spettrali associate a diversi livelli di stress idrico (rielaborato da Rapaport et al., 2015). 

 

Tra gli altri cambiamenti fisiologici indotti da situazioni di carenza idrica, la retroregolazione 

dei processi di fotosintesi porta a riduzioni nella concentrazione di pigmenti fotosintetici 

(Chaves et al., 2002); in conseguenza a questi effetti, nonostante l’acqua non mostri 

caratteristiche di assorbimento nel VIS, anche in questa regione spettrale gli effetti dello stress 

idrico sono evidenziabili (fig. 19a, 19b) e molti VI basati sulla riflettanza nel VIS e RE sono 

citati per la capacità di evidenziare situazioni di carenza idrica a livello di chioma (Pôças et 

al., 2015); nel NIR, i valori di riflettanza influenzati in particolar modo da proprietà strutturali 

degli organi vegetali, la massima risposta di VI contenenti questa informazione spettrale viene 

rilevata per quelle varietà o specie che tendono più facilmente a manifestare perdita di 

elasticità della parete cellulare in risposta alla condizione di deficienza idrica ed in genere 

quando lo stress è già ben sviluppato (Penuelas et al., 1993).  

In generale, spesso si riportano delle buone correlazioni tra un particolare VI e lo stato idrico 

della vegetazione perdendo tuttavia la potenzialità predittiva dello stesso VI quando questo 

viene applicato a comunità vegetali diverse o a diversi siti di studio (Bowyer & Danson, 

2004). Ad esempio, nei lavori di Baluja et al. (2012) la correlazione di TCARI/OSAVI con il 

parametro potenziale stem (Ψstem) ha evidenziato un R2 di 0,58 per la cultivar Tempranillo, 

mentre in altre condizioni l’R2 è sceso fino a 0,01 per Thompson Seedless (Zarco-Tejada et 

al., 2013) (tab. 3).  
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Tab. 3. Comparazione dei risultati ottenuti in alcuni lavori volti alla valutazione della correlazione di diversi VI con 

Ψstem (MPa). 

Indice  R2 Sensore Scala Fonte Cultivar 

GI 0,54 

0,44 

MS 

HS 

Aereo 

Prossimale 

Baluja et al. (2012) 

Cogato et al. (2022) 

Vitis vinífera L. cv tempranillo 

Vitis vinífera L. cv grenache 

GNDVI 0,58 

0,33 

MS 

HS 

Aereo 

Prossimale 

Baluja et al. (2012) 

Cogato et al. (2022) 

Vitis vinífera L. cv tempranillo 

Vitis vinífera L. cv shiraz 

MCARI 0,01 MS Aereo Baluja et al. (2012) Vitis vinífera L. cv tempranillo 

MCARI1 0,21 MS Aereo Baluja et al. (2012) Vitis vinífera L. cv tempranillo 

MCARI2 <0,01 MS Aereo Baluja et al. (2012) Vitis vinífera L. cv tempranillo 

MSAVI 0,11 MS Aereo Baluja et al. (2012) Vitis vinífera L. cv tempranillo 

MSI 0,31 HS Prossimale Rapaport et al. (2015) Vitis vinífera L. cv cabernet sauvignon 

MSR 0,66 MS Aereo Baluja et al. (2012) Vitis vinífera L. cv tempranillo 

MTVI3 0,01 MS Aereo Baluja et al. (2012) Vitis vinífera L. cv tempranillo 

NDVI 0,68 

0,57 

0,03 

MS 

HS 

HS 

Aereo 

Prossimale 

Prossimale 

Baluja et al. (2012) 

Serrano et al. (2010) 

Rapaport et al. (2015) 

Vitis vinífera L. cv tempranillo 

Vitis vinífera L. cv chardonnay 

Vitis vinífera L. cv cabernet sauvignon 

TCARI/OSAVI 0,58 

0,01 

MS 

MS 

Aereo 

Aereo 

Baluja et al. (2012) 

Zarco-Tejada et al. 

(2013) 

Vitis vinífera L. cv tempranillo 

Vitis vinífera L. cv thompson seedless 

SRI 0,64 MS Aereo Baluja et al. (2012) Vitis vinífera L. cv tempranillo 

PRI 0,25 

0,53 

0,19 

0,45 

0,69 

MS 

MS 

HS 

HS 

HS 

Aereo 

Aereo 

Prossimale 

Prossimale 

Prossimale 

Baluja et al. (2012) 

Zarco-Tejada et al. 

(2013) 

Rapaport et al. (2015) 

Cogato et al. (2022) 

Vitis vinífera L. cv tempranillo 

Vitis vinífera L. cv thompson seedless 

Vitis vinífera L. cv cabernet sauvignon 

Vitis vinífera L. cv grenache 

Vitis vinífera L. cv shiraz 

RDVI 0,10 

0,49 

MS 

MS 

Aereo 

Aereo 

Baluja et al. (2012) 

Zarco-Tejada et al. 

(2013) 

Vitis vinífera L. cv tempranillo 

Vitis vinífera L. cv thompson seedless 

 

Similmente, López-García et al. (2021) impiegando SAPR hanno investigato la potenzialità di 

diversi VI RBG e multispettrali per il monitoraggio dello stato idrico di vigneti evidenziando 

tuttavia dei limiti alla ripetibilità dei risultati nelle diverse annate con la necessità di definire, 

per ciascuna stagione, tramite accoppiamento di misurazioni a terra, il modello più adatto. 

Infine, Baluja et al. (2012) hanno evidenziato una buona correlazione di NDVI con i valori di 

potenziale stem (Ψstem) e conduttanza stomatica (gs) in piante di vite, mentre una scarsa 

correlazione è stata evidenziata per gli stessi VI da Zarco-Tejada et al. (2012) per piante di 

limone.  

Secondo alcuni autori la difficoltà nel replicare i risultati ottenuti potrebbe in alcuni casi 

dipendere da dinamiche fisiologiche distintive delle diverse comunità vegetali (Ihuoma & 

Madramootoo, 2017), ma anche dalla possibilità che la risposta di uno specifico VI o di un 

gruppo di VI, correlati solo indirettamente allo stato idrico della pianta, possa variare in 

funzione di diversi livelli dello stesso stress (Poblete et al., 2017). In particolare secondo 
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Suárez et al. (2008) le prestazioni di VI clorofilla dipendenti e VI strutturali (e.g. NDVI, 

TCARI/OSAVI), essendo sostanzialmente vincolate ad effetti di disorganizzazione strutturale 

e di riduzione di Chla+b, potrebbero risultare non idonei alla segnalazione di variazioni dello 

stato idrico nel breve periodo, quando queste variazioni compositive e strutturali sono poco 

evidenti, meglio adattandosi all’indicazione di stress idrici prolungati, condizioni per cui 

l’effetto di questi stessi fenomeni si manifesta più nettamente. Occorre poi tenere in 

considerazione che alcuni VI (e.g. NDVI) sono soggetti ad effetti di saturazione in condizioni 

di alta densità della vegetazione, il che potrebbe ulteriormente ridurne la sensibilità alle 

variazioni dello stato idrico della vegetazione specie nelle fasi iniziali dello stress, nonché per 

livelli ancora relativamente alti di Chla+b (Romero et al., 2018). In conclusione, come 

evidenziato da Romero et al. (2018), diversi VI contenenti informazioni spettrali nel RED e 

nel NIR (i.e. GI, RDVI, OSAVI, MSAVI e DVI) mostrano prestazioni migliori quando lo 

stress idrico è avanzato potendo pertanto supporre un ruolo di tali regioni spettrali nel 

monitoraggio dello stato idrico della vegetazione tuttavia limitato a situazioni di stress idrico 

cumulati. 

Si ritiene invece che le variazioni riscontrabili nel breve periodo debbano essere ricercate 

piuttosto nei cambiamenti che si verificano nelle fasi iniziali dello stress, tra cui l’aumento 

della temperatura fogliare, e l’analisi di immagini termiche (Baluja et al., 2012) o, rimanendo 

nel dominio ottico dello spettro elettromagnetico, la valutazione dello stato di de-

epossidazione dei pigmenti carotenoidi, di cui PRI viene citato come un indicatore dinamico e 

reattivo, in grado di consentire una valutazione delle variazioni giornaliere dello stato idrico 

della vegetazione (Rossini et al., 2013; Wong et al., 2022). In quest’ultimo caso alcuni autori 

sottolineano che le prestazioni possono essere limitate da variazioni di tipo stagionale a carico 

dei carotenoidi, che potrebbero sovrapporsi, specie in certe fasi fenologiche, agli effetti di 

variazione dovuti allo stress idrico con la necessità in taluni casi di isolare le risposte 

giornalieri dai fenomeni stagionali, al fine di migliorare l’accuratezza dell’analisi (Hmimina 

et al., 2015). Infine, secondo Cogato et al. (2022) sembra appropriato ragionare nei termini di 

una integrazione delle informazioni ricavate da diversi VI con l’obiettivo di catturare l'intera 

risposta fisiologica della pianta allo stress idrico ritenendo che la combinazione di VI 

contenenti bande nel verde, NIR e rosso sia la più appropriata per tale scopo.  

In generale, tuttavia, correlandosi solo indirettamente allo stato idrico della vegetazione alcuni 

autori ritengono che per condizioni variabili, l’utilizzo di informazioni spettrali nel VIS per la 

stima di Ψ non sia in grado di fornire dei risultati ripetibili conducendo spesso a esiti 
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contrastanti (Poblete et al., 2017), al contrario i VI che combinano le informazioni di NIR e 

SWIR sembrano fornire delle relazioni più stabili (Rallo et al., 2014; Rapaport et al., 2015). 

Contrariamente alle lunghezze d’onda del VIS, nelle regioni di NIR e SWIR l’acqua mostra 

delle evidenti caratteristiche di assorbimento (Giovos et al., 2021; Jacquemoud et al., 2000) in 

tre regioni di lunghezze d’onda (i.e. 950–970, 1150–1260 e 1520–1540 nm) (fig. 19c) (Sims 

& Gamon, 2003), pertanto molti indici che includono informazioni spettrali in questa regione 

dello spettro elettromagnetico sono stati sviluppati per il monitoraggio dello stato idrico della 

vegetazione (Dawson et al., 2010; Giovos et al., 2021; Sims & Gamon, 2003), con particolare 

riferimento alle regioni 1150-1260 e 1520-1540 nm, dove l’assorbimento del vapor d’acqua 

atmosferico è minimo (Sims & Gamon, 2003). Nonostante ciò, più comunemente viene 

sperimentato l’utilizzo di VI che includono informazioni spettrali nel VNIR essendo ad oggi il 

costo dei sensori SWIR almeno 5 volte maggiore rispetto a quello dei sensori VNIR (Mishra 

et al., 2020).  

Alcuni autori sottolineano infine come talvolta il ridotto potere esplicativo dei convenzionali 

indici multispettrali calcolati nel VNIR possa dipendere dai limiti degli approcci statistici 

tradizionali normalmente volti alla valutazione di sole relazioni lineari (Poblete et al., 2017). 

Tecniche di AI possono essere proposte per ottenere un miglioramento del potenziale 

predittivo grazie alla capacità di modellizzazione di relazioni lineari e non lineari (Hsu et al., 

1995; Riad et al., 2004); sulla base di tali considerazioni l’impiego di tecniche di AI è spesso 

valutato nell’applicazione delle tecniche di RS al monitoraggio dello stato idrico della 

vegetazione mostrando risultati promettenti. Ad esempio, King & Shellie (2016) 

modellizzando le informazioni termiche tramite tecniche di machine learning hanno ottenuto 

R2 compresi tra 0,89 e 0,93 in diverse cultivar. Romero et al. (2018) hanno utilizzato diversi 

VI multispettrali come dati di apprendimento ottenendo alte correlazioni tra Ψstem stimati con 

sistemi di machine learning e Ψstem effettivamente misurati (R = 0,83), mentre gli stessi VI 

valutati singolarmente attraverso relazioni lineari hanno mostrato nella maggior parte dei casi 

R2 non maggiori di 0,25. Similmente, Poblete et al. (2017) tramite modelli di reti neurali 

artificiali che utilizzano le informazioni spettrali tra 550 e 800 nm, hanno migliorato la 

previsione di Ψstem (R2 = 0,87) confermando il potenziale di questo approccio nella 

valorizzazione dell’informazione spettrale disponibile nel VNIR.  
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3 SCOPO DEL LAVORO 

Il presente lavoro è stato previsto con l’obiettivo di valutare la fattibilità di impiego di VI 

multispettrali ed RGB nella descrizione della variabilità intra-parcellare associata alla 

presenza di fattori di stress, i.e. stress idrico e mal dell’esca della vite.  

Per quanto concerne gli aspetti relativi al monitoraggio dello stato idrico della vegetazione la 

possibilità di correlare VI selezionati a parametri misurabili indicativi dello stato idrico della 

vegetazione, i.e. potenziale idrico stem (Ψstem), potenziale idrico fogliare (Ψleaf) e potenziale 

idrico pre-dawn (Ψpd) è stata valutata; è stata inoltre indagata la possibilità di discriminazione 

di diversi livelli di intensità dello stress idrico nell’ambito di tre tesi i.e. controllo irrigato 

(WW), stress moderato (MS), stress severo (SS). 

Infine, l’analisi delle performance di diversi VI, è stata prevista con lo scopo di esaminare la 

possibile identificazione di valori soglia in grado di consentire la discriminazione di aree 

vegetative interessate dall’azione di patogeni associati a mal dell’esca della vite, rispetto ad 

aree vegetative caratterizzate da un comportamento fisiologico normale. 
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4 MATERIALI E METODI 

4.1 Acquisizione dei dati 

4.1.1 Siti sperimentali 

Il presente lavoro ha previsto la raccolta di dati di campo, immagini MS ed RGB di due 

vigneti in produzione, localizzati rispettivamente nei comuni di Precenicco (sito A) e Udine 

(sito B) (Friuli-Venezia Giulia, Italia nord-orientale) (fig. 20).  

L’area di studio riferita al sito A (fig. 20A) è stata individuata, nell’ambito di un vigneto 

commerciale con un sesto d’impianto di 1,0 m x 3,0 m; le piante di vite (Vitis vinifera L. cv. 

Glera), sono allevate a Sylvoz. Il sito sperimentale ha interessato una parcella di circa 0,5 ha, a 

comprendere 1520 piante distribuite su 10 filari. Il sito è stato oggetto sia di valutazioni 

relative allo stato idrico che di mappatura delle piante affette da ED.  

 

Fig. 20. Localizzazione delle parcelle selezionate presso i comuni di Precenicco (A) e Udine (B); le perimetrazioni in 

rosso indicano le aree interessate dalle valutazioni sperimentali; le mappe sono state restituite con il sistema di 

coordinate RDN2008 / UTM zone 33 (N-E). 

 

Il sito B (fig. 20B) è stato individuato nell’ambito di un vigneto sperimentale dell’azienda 

agraria “A. Servadei” dell’Università degli Studi di Udine; tale vigneto ha un sesto d’impianto 

di 1,0 m x 2,5 m; l’area di studio ha interessato 3 filari contigui, per ciascun filare è stata 

prevista l’applicazione di uno specifico regime idrico con il fine di mantenere i valori medi di 

potenziale idrico pre-alba (Ψpd) entro range definiti; ciò ha reso possibile il confronto di 3 tesi 

(fig. 21):  

(i) controllo irrigato (WW), Ψpd = -0,2 MPa (da germogliamento a raccolta) 

(ii) stress moderato (MS), Ψpd = -0,35 MPa (da fioritura a raccolta) 
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(iii) stress severo (SS), Ψpd = -0,55 MPa (da fioritura a raccolta) 

I valori di Ψpd caratterizzanti le tre tesi si intendono come media dei valori misurati durante il 

periodo compreso tra le fasi fenologiche di germogliamento e maturazione; per ciascuna tesi 

sono state individuate 4 repliche costituite da 10 piante ciascuna.  

 

Fig. 21. Tesi confrontate nell’ambito delle prove sperimentali previste per il sito B. 

 

Le piante di vite (Vitis vinifera L. cv. Pinot Grigio), sono allevate a Guyot. Il sito è stato 

oggetto di sole valutazioni relative allo stato idrico; in considerazione della presenza non 

significativa di piante sintomatiche, la mappatura di piante affette da ED non è stata prevista 

per questo sito di studio. 

4.1.2 Acquisizione dei dati di campo 

Le misurazioni relative a potenziale idrico del fusto (Ψstem), potenziale idrico fogliare (Ψleaf) e 

potenziale idrico pre-alba (Ψpd), sono state effettuate con l’ausilio di una camera di 

Scholander (Soil Moisture Corp., Santa Barbara, USA), seguendo la modalità operativa 

descritta da Scholander et al. (1964); le misure di potenziale idrico sono state effettuate nelle 

giornate del 29/07/2021 e del 24/08/2021; le misurazioni sono state operate tra le ore 12:00 e 

le ore 14:00, a distanza di 1-3 ore dai voli previsti nelle giornate medesime. Le piante 
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interessate dalle misure di potenziale idrico sono state selezionate seguendo uno schema 

sperimentale completamente randomizzato (sito A) o a blocchi randomizzati (sito B).  

La mappatura di piante affette da ED, prevista per il sito A, è stata effettuata durante il mese 

di settembre 2021 ed ha riguardato tutte le piante presenti nell’area di studio; le piante sono 

state classificate con uno schema binario (sintomatico/non sintomatico), tramite una 

valutazione visiva. Sono stati classificati come sintomatici gli individui che, al momento 

dell’osservazione, hanno dato evidente manifestazione della sintomatologia descritta come 

“tigratura fogliare” (almeno alcune foglie interessate da sintomi distinguibili) essendo tale 

manifestazione ritenuta caratteristica dell’interazione tra le piante di Vitis vinifera L. e i 

patogeni associati a ED (Fontaine et al. 2016). Tutti gli individui sintomatici sono stati 

parimenti classificati, non è stata cioè prevista la discriminazione di più classi in base a livelli 

diversi di intensità della manifestazione. Non sono state classificate come sintomatiche le 

piante che hanno manifestato condizioni simili a quella descritta come “colpo apoplettico” 

data la non sufficientemente evidente eziologia. 

4.1.3 Acquisizione dei dati aerei e pre-elaborazione 

La campagna aerea ha riguardato l’acquisizione di immagini MS ed RGB; per ogni vigneto 

sono state ottenute due serie di immagini rispettivamente riferite alle giornate del 29/07/2021 

e del 24/08/2021; l’acquisizione è avvenuta tra le ore 12:00 e le ore 15:00. 

La campagna aerea è stata condotta con l’ausilio del SAPR SenseFly eBee X equipaggiato 

con un sistema di imaging basato sul sensore multispettrale Parrot Sequoia (fig. 22a) ed il 

sensore RGB SenseFly S.O.D.A. 3D (fig. 22b). 

 

Fig. 22. Sensoristica impiegata per l’acquisizione dei dati: sensore multispettrale Parrot Sequoia (a), sensore RGB 

SenseFly S.O.D.A. 3D (b). 
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Le immagini sono state acquisite ad un livello di volo (above ground level, AGL) di 50 m. Le 

immagini MS sono state acquisite su 4 canali spettrali i.e. green (550nm ± 40nm), red (660nm 

± 40nm), red-edge (735nm ± 10nm), nir (790nm ± 40nm).  

Il software Pix4D è stato impiegato per la pre-elaborazione delle immagini aeree; le immagini 

aeree sono state tra loro fuse (mosaicking) ad ottenere per ciascun volo un unico ortomosaico. 

Le stesse immagini sono state infine sottoposte a processi di correzione geometrica e 

radiometrica. 

4.2 Elaborazione e analisi dei dati 

4.2.1 Selezione e calcolo degli indici vegetativi 

L’analisi della letteratura non ha indicato, nei diversi VI soggetti a valutazione, una direzione 

di scelta univoca essendo i risultati riportati spesso contrastanti. Pertanto, è stato selezionato 

un insieme di VI sovrabbondante rispetto agli indici spettrali comunemente citati per 

valutazione e monitoraggio di fattori di stress. 

In tab. 2 viene riportato l’elenco dei VI selezionati per il presente studio (da 1 a 45), 

specificando per ciascuno di essi la formula utilizzata per il calcolo, gli indicatori 

biofisici/biochimici correlati e le fonti di riferimento associate.  

A partire dalle immagini multispettrali 36 VI sono stati calcolati per ciascun sito oggetto di 

studio (sito A e sito B); a questi vengono ad aggiungersi ulteriori 9 VI calcolati 

esclusivamente per il sito A; non è quindi stata prevista l’elaborazione delle immagini RGB 

relative al sito B, per il quale solo informazioni relative allo stato idrico sono state raccolte. 

Ciò è stato motivato dal fatto che secondo una recente review di Giovos et al. (2021) 

sull’impiego di VI in viticoltura, gli indici RGB verrebbero citati principalmente nella 

valutazione di stress biotici mentre, per la valutazione dello stato idrico della vegetazione, 

l’informazione disponibile nel VIS dovrebbe essere combinata con quella di altre zone ottiche 

dello spettro (i.e. NIR, SWIR) per trarre informazioni di valore a tale scopo.  

Tutti gli VI sono stati calcolati per operazioni tra raster impiegando il software qGIS v3.22.0-

Białowieża (Open Source Geospatial Foundation Project, http://qgis.osgeo.org). 
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4.2.2 Estrazione delle aree vegetative 

Al fine di associare i dati raccolti a terra, con quelli spettrali rilevati tramite la campagna 

aerea, per ciascuna area oggetto di studio è stata prevista la realizzazione di una specifica 

mappa di riferimento; le mappe sono state create utilizzando il software qGIS sopra descritto.  

La posizione di ognuna delle piante oggetto delle valutazioni a terra è stata individuata, sulla 

mappa di riferimento, da un buffer (ROI) avente diametro pari a 0,3 m; i buffer sono stati 

creati utilizzando il plugin MMQGIS v2020.1.16 e sono stati centrati rispetto alla posizione 

del fusto di ciascuna pianta (fig. 23).  

Ciascun buffer è servito come punto di estrazione degli VI precedentemente calcolati; i valori 

estratti sono stati calcolati come media dei valori che l’VI ha assunto nei pixel associati 

all’area del buffer. 

 

Fig. 23. Identificazione delle regioni di interesse (ROI), nonché dei buffer di estrazione degli VI calcolati per il sito B. 

Le ROI sono rappresentate su mappa NDVI restituita in falsi colori. 

 

4.2.3 Analisi statistiche 

Tramite il software Microsoft® Excel® per Microsoft 365 MSO (Versione 2211), le serie dei 

valori medi degli VI calcolati sono state associate, sulla base della corrispondenza degli ID 

pianta, alle informazioni rilevate a terra; al termine delle operazioni di unione dei dati è stato 
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ottenuto un database funzionale alle operazioni di elaborazione statistica previste per gli 

stessi dati.  

Le analisi statistiche sono state condotte con il software R (v4.2.1; R Core Team, 2022) 

impiegando i pacchetti ggpubr (v0.4.0; Kassambara, 2020), report (v0.5.5; Makowski et al., 

2021), ggforce (v0.4.1; Pedersen, 2022), ggplot2 (v3.3.6; Wickham,2016), readxl (v1.4.1; 

Wickham e Bryan, 2022) e dplyr (v1.0.9; Wickham et al., 2022). L’elaborazione ha previsto 

la stima di modelli di regressione lineare semplice e modelli di regressione polinomiale dei 

valori medi calcolati per gli VI selezionati rispetto ai dati ottenuti a terra. Al fine di valutare la 

bontà del modello statistico ottenuto, per ciascuna relazione è stato calcolato il relativo 

coefficiente di determinazione (R2); il calcolo del p-value (p) è stato previsto al fine di 

caratterizzare il livello di significatività delle relazioni ottenute. 

La stessa metodologia è stata impiegata per valutazioni a livello di singola data e di singolo 

vigneto; l’analisi per vigneto ha riguardato l’elaborazione congiunta dei dataset ottenuti in 

entrambe le giornate di raccolta dei dati stessi, riferiti allo stesso vigneto. 

Tutte le elaborazioni statistiche svolte sono state presentate nell’allegato 1. 
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5 RISULTATI 

5.1 Misura dei parametri di potenziale idrico 

La distribuzione spaziale dei valori di Ψstem delle piante campionate viene presentata in fig. 24 

per il sito di Udine e fig. 25 per il sito di Precenicco. Per il sito di Precenicco, a fronte di una 

più ampia casistica (tab. 5), in condizioni di campo normali, è stata osservata una certa 

variabilità nello spazio dei valori di Ψstem (fig. 25); per il sito di Udine, in condizioni 

controllate, le caratteristiche di stato idrico, rilevate dai valori Ψstem, sono state piuttosto 

omogenee per tutta l’area considerata, in entrambe le date (fig. 24). Si ritiene tuttavia che in 

condizioni normali di coltivazione lo stato idrico di un vigneto sia soggetto a forte variabilità 

spaziale (Acevedo-Opazo et al. 2008). Per il vigneto di Udine, la variabilità dei valori di Ψstem 

misurati nelle singole date è risultata contenuta; particolarmente per il dataset relativo al mese 

di luglio (29/07/2021) il range dei valori di Ψstem è stato piuttosto ridotto (tab. 4). 

 

Fig. 25. Distribuzione spaziale dei valori di Ψstem misurati per il vigneto sito di Precenicco nelle due date di 

valutazione. I dati sono stati rappresentati su immagini NIR in banda singola grigia. 
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Fig. 24. Distribuzione spaziale dei valori di Ψstem misurati per il sito sperimentale di Udine nelle due date di 

valutazione. I dati sono stati rappresentati su immagini NIR in banda singola grigia. 

 

In generale, nell’ambito delle tre tesi valutate per il sito di Udine (i.e. WW/MS/SS) i 

parametri Ψstem e Ψleaf hanno assunto spesso valori confrontabili nonostante i diversi regimi 

idrici previsti; ad esempio, nel mese di agosto (24/08/2021) sono sempre stati misurati valori 

di Ψstem ≤ -1,3 MPa. Simili livelli di Ψstem sono normalmente associati a condizioni di stress 

idrico severo (Romero et al. 2018); dall’analisi di Ψstem e Ψleaf in generale non emergono le 

differenze tra le tesi, previste in termini di trattamento idrico. 

Si suppone che tale condizione possa essere dovuta all’effetto di fattori quali vapour pressure 

deficit (VPD) e temperatura dell’aria; secondo Williams et al. (2007), i fattori citati sono un 

riflesso della domanda evaporativa, la quale può condurre a rilevanti diminuzioni dei valori di 

Ψstem e Ψleaf nonostante lo stato idrico del suolo non sia limitante. Al contrario, si assume che 

Ψpd sia rilevato in condizioni di equilibrio rispetto al potenziale idrico del suolo 

rappresentando un buon indicatore del contenuto di umidità del suolo stesso (Winkel and 

Rambal 1993, Van Zyl 1987). A conferma di ciò, il parametro Ψpd ha meglio rappresentato le 

differenze in termini di disponibilità idrica del suolo previste per le diverse tesi (tab. 4). 
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Sebbene si possano rilevare diverse opinioni nella definizione dei valori soglia di Ψpd utili alla 

discriminazione di livelli di stress differenti (Sivilotti et al. 2005), secondo Ojeda et al. (2002) 

uno stress moderato viene rilevato per valori di Ψpd compresi tra -0,4 MPa e -0,6 MPa. 

Inoltre, in condizioni di stress fisiologicamente tollerabili dalla pianta, diversi meccanismi 

intervengono (e.g. aggiustamenti di tipo osmotico) rendendo possibile il mantenimento di Ψpd 

a valori tendenzialmente più alti e stabili; il crollo dei valori di potenziale idrico si ha in 

concomitanza con stress idrici severi (Sivilotti et al. 2005).  

 

Tab. 4. Analisi dei dati di potenziale idrico relativi al vigneto di Pinot grigio (Vitis vinifera L.) di Udine. 

Data Variabile Tesi Media σ CV n 

29/07/2021 Ψleaf (MPa) WW -1,06 0,09 0,28 12 

MS -1,18 0,09 0,26 12 

SS -1,19 0,07 0,22 12 

Tutte -1,14 0,10 0,38 36 

Ψpd (MPa) WW -0,41 0,07 0,27 12 

MS -0,62 0,13 0,48 12 

SS -0,67 0,13 0,40 12 

 Tutte -0,57 0,17 0,75 36 

Ψstem (MPa) WW -0,86 0,04 0,13 12 

MS -1,02 0,05 0,15 12 

SS -0,99 0,03 0,12 12 

  tutte -0,96 0,09 0,32 36 

24/08/2021 Ψstem (MPa) WW -1,50 0,07 0,20 12 

MS -1,54 0,11 0,38 12 

SS -1,64 0,10 0,38 11 

  tutte -1,56 0,14 0,6 35 

entrambe Ψstem (MPa) WW -1,15 0,27 0,78 24 

MS -1,34 0,27 0,71 24 

SS -1,34 0,29 0,96 23 

  tutte -1,26 0,32 1,1 71 

 

Tab. 5. Analisi dei dati di potenziale idrico stem relativi al vigneto di Glera (Viis vinifera L.) di Precenicco. 

Data Variabile Media σ CV n 

29/07/2021 Ψstem (MPa) -0,85 0,15 0,56 45 

24/08/2021 Ψstem (MPa) -1,00 0,23 0,86 45 

entrambe Ψstem (MPa) -0,96 0,25 0,98 100 
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5.2 Valutazione dello stato sanitario  

La valutazione dello stato sanitario effettuata in campo per il sito A ha permesso di 

determinare il livello di diffusione di ED. Il 38% delle piante mappate ha presentato sintomi 

riconducibili a ED. I risultati della mappatura sono presentati in fig. 26. 

 

Fig. 26. Rappresentazione della distribuzione spaziale delle piante sintomatiche realizzata sulla base delle osservazioni 

visive previste contestualmente alla mappatura dello stato sanitario del vigneto di Precenicco. 

5.3 Valutazione di VI per il monitoraggio dello stato idrico 

5.3.1 Confronto delle relazioni tra VI e Ψpd, Ψleaf, Ψstem 

Nella giornata del 29/07/2021, relativamente al sito di Udine, le misurazioni in campo hanno 

riguardato l’analisi tre parametri di potenziale idrico (i.e. Ψpd, Ψleaf, Ψstem) al fine di prevedere 

un confronto tra le relazioni ottenute e valutare eventuali differenze nel grado di dipendenza 

statistica delle variabili misurate rispetto ai VI calcolati a partire dalle immagini MS. 

Per il caso considerato, i cui risultati sono stati presentati in allegato 1, in base alla 

valutazione dei coefficienti di determinazione, nessuna relazione ad alto potere predittivo è 

stata evidenziata; nonostante ciò, i modelli lineari ottenuti per il parametro Ψpd hanno 
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generalmente condotto a risultati migliori; nella valutazione dei coefficienti di 

determinazione, le correlazioni con il parametro Ψstem hanno fatto rilevare i valori più bassi 

(R2 ≤ 0,05). Sono stati raggiunti valori massimi pari a R2 = 0,11 ed R2 = 0,24 rispettivamente 

per i parametri Ψleaf e Ψpd. Il campo di variazione dei dati più ridotto è stato calcolato per il 

parametro Ψstem, quello maggiore per Ψpd (tab. 4). Si assume che i risultati ottenuti e le 

differenze osservate nel confronto tra variabili (Ψstem, Ψleaf, Ψpd) possano essere stati 

influenzati almeno in parte dalla diversa distribuzione dei dati. 

5.3.2 Relazioni tra VI e Ψstem  

Le relazioni tra i VI calcolati e i valori di Ψstem sono riportate in tab. 7 (Udine) e tab. 8 

(Precenicco).  

L’analisi per singola data delle relazioni lineari calcolate per ciascun VI rispetto a Ψstem, non 

ha evidenziato risultati soddisfacenti. Sebbene alcune relazioni significative siano state 

osservate (p ≤ 0.01) nella maggior parte dei casi sono stati rilevati valori di R2 ≤ 0,10 e in ogni 

caso non superiori a R2 = 0,17 per il sito di Udine ed R2 = 0,16 per il sito di Precenicco. 

Particolarmente per il sito sperimentale di Udine, si suppone che gli scarsi risultati possano 

essere, almeno parzialmente, ricondotti al ridotto campo di variazione dei dati (CV), al pari di 

quanto già considerato in altri contesti sperimentali (e.g. Chang et al. (2001)).  

Per quest’ultimo sito si apprezza un miglioramento, spesso significativo, nelle performance di 

buona parte dei VI calcolati, analizzando in modo congiunto i dataset relativi a entrambe le 

date (n = 71); il citato miglioramento è stato osservato contestualmente ad un incremento 

significativo del campo di variazione dei dati (CV = 1,1 MPa). Un ulteriore incremento dei 

valori di R2 si è ottenuto impiegando modelli non lineari; in accordo con quanto osservato da 

Romero et al. (2018), le relazioni polinomiali hanno generalmente prodotto un migliore fit 

rispetto ai dati di Ψstem (tab. 7). In riferimento al sito di Precenicco, tramite l’analisi congiunta 

dei dataset (n = 100) non è stato verificato un aumento altrettanto diffuso e netto dei valori di 

R2 caratterizzanti le relazioni ottenute.  

In generale, l’analisi delle rette di regressione calcolate per il sito di Precenicco ha condotto a 

risultati contrastanti rispetto a quelli verificati per il sito di Udine, con particolare a 

riferimento ad alcuni VI (tab. 6); tali valutazioni indicano difficoltà nel riprodurre i risultati 

ottenuti, in condizioni sperimentali differenti. 
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Tab. 6. Confronto dei valori di R2 di alcuni VI valutati in condizioni sperimentali differenti.  
 

Indici vegetativi Precenicco Udine 

R2a (n = 100) R2 (n = 71) 

DVI 0,04* 0,38*** 

Gitelson Cl1 0,06* 0,58*** 

Gitelson Cl2 0,03 0,43*** 

MCARI1 0,05* 0,36*** 

MRVI 0,04 0,39*** 

MTVI1 0,05* 0,36*** 

NIR-G 0,04 0,39*** 

PVI 0,03 0,39*** 

TVI2 0,04* 0,37*** 
aLivello di significatività: *p ≤ 0.05; **p ≤ 0.01; ***p ≤ 0.001 

 

Dall’analisi della letteratura si può verificare come in generale spesso, lo stesso VI, se 

valutato in condizioni sperimentali diverse, possa condurre a risultati discordanti (tab. 3). 

Molteplici fattori potrebbero essere all’origine delle difficoltà di riproducibilità dei risultati 

ottenuti e.g. (i) variabile qualità delle immagini e dei prodotti da esse derivati (e.g. mappe di 

VI) a causa di differenze tecniche nella sensoristica impiegata e/o nelle modalità di pre-

processamento delle immagini (Huang et al. 2021), (ii) diverso modello statistico adottato 

(Romero et al. 2018), (iii) variabilità nella risposta fisiologica varietale e di specie (Bowyer & 

Danson 2004, Penuelas et al. 1993), (iv) caratteristiche del sito sperimentale (e.g. effetto del 

vigore sulla saturazione di alcuni VI) (Romero et al. 2018), (v) interferenza di fenomeni di 

natura diversa in grado di provocare alterazioni fisiologiche simili a quelle del fattore di stress 

oggetto di studio (Hmimina et al. 2015). Nello specifico della casistica analizzata nel presente 

studio, il differente grado di complessità dei due sistemi analizzati (i.e. sito di Udine e sito di 

Precenicco) potrebbe aver almeno in parte condizionato i risultati ottenuti e la loro 

riproducibilità.  

Nel vigneto di Precenicco l’esperimento è stato condotto nelle normali condizioni di campo e 

l’effetto di sovrapposizione, nel punto di estrazione dei dati (ROI), di tralci provenienti da 

piante vicine con diverse caratteristiche di stato idrico, potrebbe aver portato a una 

contaminazione della risposta spettrale pura della pianta in osservazione rendendo difficile 

l’accoppiamento con i valori di Ψstem misurati per la specifica pianta; simili effetti sono già 

stati osservati da alcuni autori in altri contesti sperimentali (Daglio et al. 2022, Rançon et al. 

2018). 
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Al contrario, per il vigneto di Udine, la prova è stata condotta seguendo uno schema di 

suddivisione del sito di studio in blocchi sottoposti a regimi idrici specifici e controllati; tale 

schema sperimentale potrebbe aver reso poco significativi i citati effetti di sovrapposizione 

rispetto ai punti di estrazione dei VI essendo, tutte le piante di uno stesso filare, caratterizzate 

da un simile comportamento fisiologico, e presumibilmente anche spettrale, come 

testimoniato dalla omogenea distribuzione dei valori di Ψstem nell’area di studio (fig. 24). 

Differenze nei valori minimi di Ψstem potrebbero aver similmente condizionato i risultati; nello 

specifico, i valori più negativi di Ψstem registrati in condizioni controllate per il sito di Udine 

potrebbero aver determinato performance migliori, specie per quei VI che tendono fornire 

risultati più stabili in situazioni di stress idrico severo. 

Infine, in considerazione degli scarsi risultati ottenuti in modo generalizzato per il vigneto di 

Precenicco, si suppone che una non costante qualità delle immagini MS possa aver influito 

sulla scarsa riproducibilità ad esempio provocando un disaccoppiamento, anche parziale, delle 

zone di estrazione degli VI calcolati, rispetto ai punti effettivi di misura dei valori di 

potenziale in campo. L’utilizzo di sensori MS montati su SAPR può comportare notevoli 

errori radiometrici e geometrici richiedendo l’esecuzione di processi di calibrazione (Poncet et 

al. 2019). Nonostante questi processi siano funzionali a una riduzione di tali errori occorre 

chiarire la robustezza e la ripetibilità del metodo impiegato; secondo Whiteside & Bartolo 

(2016) la variabilità radiometrica viene considerata tra i principali limiti all’utilizzo di SAPR 

essendo in grado di influire sulla riproducibilità dei risultati ottenuti per voli o sensori diversi. 

Per simili motivi, secondo Huang et al. (2021), non esistono due immagini MS che siano tra 

loro perfettamente sovrapponibili, inoltre, ogni VI può essere condizionato in maniera più o 

meno evidente da effetti atmosferici e di sensoristica (e.g. correzioni geometriche e 

radiometriche). Sempre secondo gli stessi autori molto spesso le correzioni operate sulle 

immagini MS, particolarmente se ottenute da SAPR, risultano deficitarie. 
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Tab. 7. Analisi statistiche relative al sito sperimentale di Udine; vengono riportati i coefficienti di determinazione 

calcolati per le relazioni lineari e polinomiali ottenute per 36 VI multispettrali rispetto al parametro Ψstem. 

Indice vegetativo Modello lineare Modello polinomiale 

R2 a (n = 36) R2 (n = 35) R2 (n = 71) R2 (n = 71) 

29/07/2021 24/08/2021 Entrambe le date Entrambe le date 

Clgreen < 0,01 0,05 0,05 0,09* 

Clrededge < 0,01 0,16* 0,05 0,09** 

CVI 0,05 0,14* 0,18*** 0,21*** 

DVI < 0,01 0,01 0,38*** 0,45*** 

EVI2 < 0,01 0,01 0,34*** 0,40*** 

Gitelson Cl1 0,04 0,02 0,58*** 0,60*** 

Gitelson Cl2 < 0,01 < 0,01 0,43*** 0,54*** 

GNDVI < 0,01 0,05 0,05* 0,10** 

GR < 0,01 < 0,01 < 0,01 < 0,01 

GRVI < 0,01 < 0,01 < 0,01 < 0,01 

MCARI < 0,01 < 0,01 0,16*** 0,10** 

MCARI1 < 0,01 < 0,01 0,36*** 0,41*** 

MGRVI < 0,01 < 0,01 < 0,01 < 0,01 

MRVI < 0,01 0,01 0,39*** 0,45*** 

MSAVI < 0,01 0,01 0,34*** 0,40*** 

MSR < 0,01 < 0,01 0,01 0,01 

MTVI1 < 0,01 < 0,01 0,36*** 0,41*** 

NDRE < 0,01 0,17* 0,06* 0,11** 

NDVI < 0,01 < 0,01 0,01 0,04 

NGRDI < 0,01 < 0,01 < 0,01 < 0,01 

NIR-G < 0,01 0,02 0,39*** 0,50*** 

NIR/G < 0,01 0,05 0,05 0,09* 

NLI < 0,01 < 0,01 0,18*** 0,25*** 

OSAVI < 0,01 < 0,01 0,23*** 0,30*** 

PRSI < 0,01 0,02 < 0,01 < 0,01 

PVI < 0,01 0,01 0,39*** 0,49*** 

R/G < 0,01 < 0,01 < 0,01 < 0,01 

RDVI < 0,01 < 0,01 0,29*** 0,34*** 

REGI < 0,01 0,03 0,05 0,07* 

RERI < 0,01 < 0,01 0,05 0,02 

RVI < 0,01 < 0,01 0,01 0,04 

SR < 0,01 < 0,01 < 0,01 < 0,01 

TCARI < 0,01 < 0,01 0,16*** 0,10** 

TCARI/OSAVI < 0,01 < 0,01 0,13** 0,08* 

TVI2 < 0,01 < 0,01 0,37*** 0,42*** 

VIF < 0,01 < 0,01 0,01 0,03 

aLivello di significatività: *p ≤ 0.05; **p ≤ 0.01; ***p ≤ 0.001 
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Tab. 8. Analisi statistiche relative al sito sperimentale di Precenicco; vengono riportati i coefficienti di determinazione 

calcolati per le relazioni lineari ottenute per 36 VI multispettrali e 9 VI RGB rispetto al parametro Ψstem. 

Indice vegetativo R2 a (n = 45) 

29/07/2021 

R2 (n = 45) 

24/08/2021 

R2 (n = 100) 

Entrambe le date 

Clgreen 0,13* < 0,01 0,07* 

CIVE 0,02 0,02 0,28*** 

Clrededge 0,02 0,04 < 0,01 

CVI 0,02 0,05 < 0,01 

DVI 0,12* 0,01 0,04* 

EVI2 0,11* < 0,01 0,05* 

ExB < 0,01 < 0,01 0,22*** 

ExG 0,04 < 0,01 0,14*** 

ExGR 0,03 < 0,01 0,12*** 

ExR 0,04 0,05 0,08** 

Gitelson Cl1 0,05 0,02 0,06* 

Gitelson Cl2 0,12* 0,03 0,03 

GNDVI 0,13* < 0,01 0,08** 

GR 0,07 0,03 0,07* 

GRVI 0,07 0,03 0,07* 

MCARI 0,12* 0,01 0,06* 

MCARI1 0,11* 0,02 0,05* 

MGRVI 0,07 0,03 0,07** 

MRVI 0,13* 0,01 0,04* 

MSAVI 0,11* 0,01 0,05* 

MSR 0,10* 0,01 0,07* 

MTVI1 0,11* 0,02 0,05* 

NDRE 0,02 0,04 < 0,01 

NDVI 0,10* < 0,01 0,08** 

NGBDI 0,01 0,01 0,16*** 

NGRDI 0,07 0,03 0,07* 

NIR-G 0,12* < 0,01 0,04 

NIR/G 0,13* < 0,01 0,07* 

NLI 0,12* < 0,01 0,07* 

NPCI < 0,01 0,04 0,16*** 

NPCI2 < 0,01 0,04 0,16*** 

OSAVI 0,12* < 0,01 0,07* 

PRSI 0,03 0,04 0,07* 

PVI 0,12* 0,01 0,03 

R/G 0,07 0,03 0,08** 

RDVI 0,12* 0,01 0,06* 

REGI 0,16** < 0,01 0,08** 

RERI 0,11* 0,02 0,08** 

RVI 0,10* < 0,01 0,08** 

SR 0,10* < 0,01 0,07* 
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Tab. 8. Continua 

Indice vegetativo R2 a (n = 45) 

29/07/2021 

R2 (n = 45) 

24/08/2021 

R2 (n = 100) 

Entrambe le date 

TCARI 0,12* 0,01 0,06* 

TCARI/OSAVI 0,12* 0,01 0,07* 

TGI < 0,01 0,02 0,31*** 

TVI2 0,11* 0,02 0,04* 

VIF 0,10* < 0,01 0,08** 

aLivello di significatività: *p ≤ 0.05; **p ≤ 0.01; ***p ≤ 0.001 

 

5.3.3 Selezione degli VI meglio correlati a Ψstem 

La valutazione delle diverse combinazioni spettrali analizzate (tab. 9), non ha condotto ad un 

giudizio di preferenza nei confronti di uno specifico set di bande; nonostante ciò, si sottolinea 

che gli VI che hanno prodotto le migliori correlazioni con i valori di Ψstem (R2 > 0,40), 

coinvolgono generalmente l’informazione spettrale del NIR (tab. 9). Rispetto ad altre bande 

spettrali, si può quindi ipotizzare un ruolo di maggiore rilievo delle lunghezze d’onda del NIR 

nel monitoraggio dello stato idrico della vegetazione; ciò in accordo con una recente review di 

Giovos et al. (2021) i quali considerano i VI non contenenti l’informazione di riflettanza nel 

NIR poco utili alle valutazioni relative allo stato idrico.  

 

Tab. 9. Distribuzione di frequenza delle combinazioni spettrali analizzate rispetto a diverse classi di correlazione 

(nulla o molto bassa per R2 minore o uguale a 0,30; correlazione bassa per R2 variabile tra 0,30 e 0,40; correlazione 

moderata per R2 variabile tra 0,40 e 0,60). Ciascun VI viene indicato con il rispettivo ID ed associato alla relativa 

combinazione di bande (G = green, R = red, RE = red-edge, NIR = near infrared). I risultati riportati si riferiscono 

all’analisi delle relazioni polinomiali ottenute per il vigneto di Udine per entrambe le date di osservazione. 

 

Combinazione di bande Correlazione nulla o 

molto bassa 

Correlazione 

bassa 

Correlazione 

moderata 

NIR, G 1, 9, 21  21 

NIR, RE 2, 18   

NIR, R 16, 19, 23, 31, 32, 36 24, 28 4, 5, 14, 15, 26 

G, R 6, 10, 13, 20, 27   

RE, R, G 11, 33, 25   

NIR, R, G 3  12, 17, 35 

RE, G 29   

RE, R 30   

RE, R, G, NIR 34   
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Nonostante ciò, spesso i valori di R2 ottenuti per VI che incorporano il medesimo set di bande 

spettrali (e.g. NIR, RED) sono stati significativamente diversi; oltre al set di lunghezze d’onda 

impiegate, è evidentemente rilevante anche la modalità matematica con la quale le stesse 

informazioni vengono diversamente combinate. I grafici delle regressioni caratterizzate da 

valori di R2 ≥ 0,45 sono presentati in fig. 27.  

 

Fig. 27. Regressioni ottenute per gli VI che hanno mostrato dipendenza statistica moderata rispetto ai valori di Ψstem 

(R2 ≥ 0,45) 

 

Si suppone che le variazioni di ρNIR possano indicare situazioni di stress idrico essendo la 

stessa riflettanza nel NIR, condizionata da modificazioni strutturali a livello di mesofillo che 

si verificano in concomitanza di situazioni di stress idrico (Daglio et al. 2022, Sinclair et al. 

1973); tali effetti sono tuttavia considerati piuttosto tardivi, inoltre potrebbero variare nella 

propria entità a seconda della specifica risposta varietale e di specie (Penuelas et al. 1993). 

Oltre a indicare effetti strutturali indiretti, le lunghezze d’onda del NIR vengono direttamente 

interessate dalle caratteristiche di assorbimento del legame O-H delle molecole di H2O 

(Clevers et al. 2010); al contrario le molecole di H2O non mostrano caratteristiche di 

assorbimento nel VIS, le cui lunghezze d’onda possono pertanto indicare i soli effetti indiretti 

legati a condizioni di deficienza idrica (Pôças et al. 2015).  
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Tra i VI analizzati, diversi indici hanno mostrato moderate performance di correlazione 

rispetto a Ψstem (fig. 27), tra questi si citano NIR-G (R2 = 0,50) e PVI (R2 = 0,49); il calcolo di 

tali VI prevede la combinazione della riflettanza nel NIR con l’informazione spettrale 

rispettivamente del green (NIR-G) e del red (PVI) (tab. 3). 

Le lunghezze d’onda del verde e del rosso sono dominate dagli effetti di riflessione ed 

assorbimento dovuti alla presenza di Chla+b (Lichtenthaler and Buschmann 2001). La 

diminuzione di Chla+b è normalmente associata ad un incremento del deficit idrico (Bertamini 

et al. 2006).  

Similmente ai VI NIR-G e PVI, promettenti risultati in termini di correlazione con i valori di 

Ψstem sono stati ottenuti per le variabili Gitelson Cl1 (R2 = 0,60) e Gitelson Cl2 (R2 = 0,54).  

Gitelson Cl1 e Gitelson Cl2 sono stati calcolati impiegando le formule riportate da 

Kandylakis et al. (2016), come citato da Giovos et al. (2021); nonostante ciò, nel presente 

lavoro, le variabili Gitelson Cl1 e Gitelson Cl2 sono state formalmente considerate come 

semplici trasformazioni matematiche dei valori di ρgreen (Gitelson Cl1) e ρred-edge (Gitelson 

Cl2). È stato infatti ritenuto non significativo il contributo di ρNIR nelle formule proposte, 

come descritte da Giovos et al. (2021). Essendo gli indici vegetativi ottenuti dalla 

combinazione matematica dei dati ottenuti da almeno due bande spettrali (Jackson and Huete 

1991, Romero et al. 2018), le variabili Gitelson Cl1 e Gitelson Cl2, nel presente lavoro, non 

sono state considerate tali, sebbene parimenti valutate.  

L’analisi delle regressioni ottenute per la cultivar Pinot Grigio (Udine) ha permesso di 

evidenziare, per via grafica dei possibili valori soglia, sperimentabili al fine di valutare le 

potenzialità di alcuni VI nella discriminazione di piante caratterizzate da uno stress idrico 

avanzato (Ψstem ≤ -1,2 MPa) rispetto a vegetazione caratterizzata da condizioni di stress idrico 

medio o nullo (Ψstem ≥ -1,2 MPa) (tab. 10).  
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Fig. 28. Boxplot degli VI CLREDEDGE ed NDRE riferiti alla data 24/08/2021 per il sito di Udine. 

 

Tab. 10. Possibili valori soglia utili alla discriminazione di diversi livelli di stato idrico (WW/WS per Ψstem ≥ -1,2 Mpa; 

SS per Ψstem ≤ -1,2 Mpa) 

 

  

Indice vegetativo Livello di stress Possibile valore soglia 

DVI WW/MS 

SS 

≤ 0,17  

≥ 0,17 

EVI2 WW/MS 

SS 

≤ 0,32 

≥ 0,32 

Gitelson Cl1 WW/MS 

SS 

≥ 22 

≤ 22 

Gitelson Cl2 WW/MS 

SS 

≥ 5,5 

≤ 5,5 

MCARI1 WW/MS 

SS 

≤ 0,26 

≥ 0,26 

MRVI WW/MS 

SS 

≤ 1,22 

≥ 1,22 

MSAVI WW/MS 

SS 

≤ 0,3 

≥ 0,3 

MTVI1 WW/MS 

SS 

≤ 0,26 

≥ 0,26 

NIR-G WW/MS 

SS 

≤ 0,16 

≥ 0,16 

PVI WW/MS 

SS 

≤ 0,65 

≥ 0,65 
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5.3.4 Impiego di VI per la discriminazione di diversi livelli di stato idrico 

Sempre nei termini della caratterizzazione di diverse condizioni fisiologiche legate ad una 

differente disponibilità idrica, attraverso il confronto delle relazioni ottenute per singola data è 

stato valutato il comportamento dei VI rispetto a diversi livelli di stress. A fronte del generale 

incremento dei valori di R2 ottenuto per il sito di Udine, alcuni VI clorofilla dipendenti (i.e. 

CLREDEDGE, NDRE) hanno mostrato performance peggiori rispetto ai risultati ottenuti per 

la singola data 24/08/2021; inoltre, sempre in tale data, CLREDEDGE ed NDRE sono stati i 

VI in grado di offrire la migliore discriminazione della tesi SS rispetto ai trattamenti MS e 

WW (fig. 28). Nel mese di agosto sono stati misurati i valori assoluti di Ψstem più negativi 

(tab. 4). 

Nonostante venga nuovamente specificato che i risultati ottenuti nelle valutazioni per singola 

data non sono stati soddisfacenti (R2 ≤ 0,16), tali osservazioni potrebbero evidenziare la 

tendenza di alcuni VI a migliorare le proprie performance al di sotto di determinati valori di 

Ψstem potendo, potenzialmente, assumere un ruolo nell’indicare particolari situazioni di stress 

idrico severo. Analoghe considerazioni sono state avanzate da Romero et al. (2018) i quali 

similmente, per alcuni VI, hanno rilevato relazioni maggiormente significative nelle situazioni 

di maggiore stress idrico. Un tale comportamento di VI sensibili a variazioni di Chla+b e 

alterazioni di tipo strutturale è verosimile essendo in generale ritenuto che gli effetti sulle 

strutture cellulari e sulla riduzione della concentrazione di Chla+b, siano piuttosto tardivi nella 

risposta fisiologica della pianta a condizioni di deficienza idrica (Baluja et al. 2012, Gamon et 

al. 1992, Penuelas et al. 1993). 

5.4 Valutazione di VI per il monitoraggio del mal dell’esca della vite 

I risultati ottenuti sono presentati nell’allegato 1. 

L’analisi di 45 VI calcolati da immagini MS ed RGB non ha condotto a risultati soddisfacenti 

nel monitoraggio di ED; nessuno dei VI soggetti a valutazione ha consentito una accurata 

discriminazione di individui asintomatici rispetto a individui sintomatici. Nonostante spesso 

vengano citati vari fattori in grado di influenzare negativamente l’accuratezza di 

discriminazione, l’analisi della letteratura evidenzia capacità di discriminazione generalmente 

migliori di quelle verificati nel presente studio. Sebbene la risposta spettrale di piante affette 

da ED sia chiaramente distinguibile da quella di piante sane, come dimostrato in diversi lavori 

condotti a livello fogliare (Al-Saddik et al. 2018, Bendel et al. 2020a, Junges et al. 2018), 
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nelle condizioni normali di coltivazione la maggiore complessità del sistema rende più 

difficoltosa la discriminazione (Rançon et al. 2018). Tuttavia, come rilevabile da altri studi, 

performance generalmente migliori di quelle conseguite nel presente studio sono ottenibili 

nella discriminazione di piante affette da ED da vegetazione sana tramite SAPR, con 

approccio MS (Albetis et al. 2018, Bendel et al. 2020a). Si ipotizza che i risultati ottenuti 

possano essere stati condizionati da effetti diversi tra i quali si citano (i) qualità dei dati 

spettrali, (iii) effetti di contaminazione della risposta spettrale nei punti di estrazione degli 

indici, (iv) presenza di piante interessate da stress di tipo biotico o abiotico in grado di 

provocare alterazioni simili a quelle provocate da ED.  

 

6 CONCLUSIONI 

I risultati ottenuti nel presente studio suggeriscono che i VI calcolati da immagini MS ad alta 

definizione ottenute da SAPR possono rappresentare uno strumento utile ad una rapida 

caratterizzazione dello stato idrico delle piante di vite, con potenziale vantaggio rispetto a 

tecniche meno tempestive. Tra le variabili analizzate, i VI che coinvolgono l’informazione di 

riflettanza nel NIR sono risultati generalmente più adatti a tale scopo; si ritiene che diversi tra 

i VI valutati (e.g. NIR-G, PVI, MRVI, DVI) possano potenzialmente avere un ruolo nella 

discriminazione di aree vegetative caratterizzate da condizioni fisiologiche assimilabili a 

stress idrico severo; va valutata la possibilità di discriminazione di più classi di stato idrico. 

Le variabili Gitelson Cl1 e Gitelson Cl2 hanno prodotto i migliori risultati in termini di 

correlazione con i valori di Ψstem (R2 = 0,60 ed R2 = 0,54 rispettivamente).  

Ulteriori studi sono necessari per validare i risultati ottenuti testando le performance dei VI 

analizzati in condizioni sperimentali differenti così da chiarire gli aspetti di riproducibilità. 

Relativamente agli aspetti di monitoraggio dello stato sanitario del vigneto, nessuno dei 45 VI 

analizzati ha consentito di evidenziare differenze tali da consentire la discriminazione di 

piante sane rispetto a individui affetti da ED; nonostante i risultati ottenuti siano stati non 

soddisfacenti, si ritiene che l’impiego di immagini MS ed RGB ottenute da SAPR possa 

comunque essere proposto contestualmente alla valutazione ed al miglioramento della qualità 

dei dati spettrali. 
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Regressione polinomiale – entrambe le date 
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Potenziale stem - 29(07/2021 
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Potenziale stem - 24/08/2021 
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Potenziale leaf - 29/07/2021 
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Potenziale pre-dawn – 24/08/2021 
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Boxplot di discriminazione tra trattamenti WW, MS e SS – entrambe le date 
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Boxplot di discriminazione tra trattamenti WW, MS e SS – 29/07/2021 

 

 

 

 



117 
 

 

 

 

  



118 
 

Boxplot di discriminazione tra trattamenti WW, MS e SS – 24/08/2021 
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Potenziale stem glera Precenicco – entrambe le date 
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Potenziale stem glera Precenicco – 29/07/2021 

 

 

 

 



124 
 

 

 

 



125 
 

 

 

  



126 
 

Potenziale stem glera Precenicco – 24/08/2021 
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Esca Precenicco – entrambe le date 
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Esca Precenicco – 29/07/2021 
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Esca Precenicco – 24/08/2021 

 

 

 

 


